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Chapitre 1 Cadre de l’étude

1.1 Importance de l’indexation

L'accroissement du volume de données numériques (librairies audio sur Internet, base de données, bouquets numériques...) requiert aujourd'hui des outils de description de contenus afin d'en faciliter l'accès. L'indexation tente de répondre à ce besoin d'accès par le contenu (vidéo,  image fixe, bande sonore ou texte) dans des domaines tels que les communications, l'éducation, l'archivage, la télévision...

L’indexation doit permettre de réduire le temps de recherche, et de classifier les documents multimédias pour aller plus précisément à l’information qui intéresse l’utilisateur. Par exemple pour un journal télévisé, il serait intéressant d’avoir accès directement à un reportage particulier, au bulletin météorologique, au sport ou à la bourse. La nouvelle norme ISO_MPEG7 se place dans cette optique de description du contenu des documents audio et vidéo. Les méthodes actuelles d’indexation sont en grandes parties manuelles : les documentalistes doivent lire, écouter, regarder pour annoter par thèmes et identifier les éléments. L’automatisation semble donc nécessaire pour généraliser l’accès en quantité aux documents audiovisuels.

La bande son d’un document audiovisuel est très souvent complexe, puisqu’elle résulte d’un mixage entre plusieurs sources sonores. Il peut être intéressant de rechercher des « bruits » ou des sons significatifs (applaudissements, effets spéciaux…), de repérer les passages musicaux, de détecter les locuteurs, de trouver des mots clés (pratiquer une recherche comme dans les documents textuels). Pour toutes ces raisons, la discrimination entre parole, musique et autres sons naturels ou synthétisés semble donc essentielle. Malheureusement, cette macro segmentation de la bande sonore, lorsque parole et musique peuvent se combiner entre elles ou avec toute sorte de bruits, reste à l’heure actuelle très difficile.

1.2 Le projet de recherche

Le thème de l’indexation automatique de documents multimédia est au cœur du Projet AGIR (Architecture Globale pour l’Indexation et Recherche d’informations par le contenu des données multimédia). Le maître d’œuvre de ce Projet est l’INA. Les trois collaborateurs industriels sont CS (Communication & Systèmes), Arts Vidéo Interactive et Mémodata. Les six collaborateurs universitaires sont l’IRISA de Rennes (Institut de Recherche en Informatique et Systèmes Aléatoires), l’INRIA Rhône Alpes (Institut National de Recherche en Informatique et Automatique), l’Université Joseph Fourier de Grenoble, le LIP6 de Paris VI (Laboratoire d’Informatique de Paris 6), l’INT (Institut National des Télécommunications) et l’IRIT (Institut de Recherche en Informatique de Toulouse).

Les objectifs sont divers :

· Etudier et intégrer des procédures algorithmiques performantes d’indexation spécifiques à un média donné (la vidéo, l’image, le son ou le texte).

· Réaliser des indexations multimédia en étudiant la corrélation existante entre ces composants monomédia (comme par exemple la corrélation bande vidéo/bande son).

· Elaborer un langage et des schémas de description.

· Contribuer à l’établissement de la norme internationale (MPEG-7).

· Développer un moteur de requêtes et d’indexation compatible avec ce langage de représentation.

· Expérimenter cette architecture dans le cadre de la réalisation d’une application liée à l’archivage audiovisuel.

La figure 1 présente les composantes de cette architecture.
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Figure 1 : Les composantes d’AGIR.

L’équipe ART.ps de l’IRIT intervient au niveau de l’indexation sonore. Notre groupe de travail s’occupe plus précisément de la segmentation de la bande sonore et de la détection de « sons » clés (mot clé, bruitage). La première phase de ce travail consiste à préciser chacune des composantes PMB (Parole, Musique et Bruit) et de trouver pour chacune d’elles, les détecteurs appropriés. Mon travail de DEA s’insère dans cette partie.

1.3 Le sujet de DEA

Le but de mon stage est de concevoir un système capable de définir la notion de décomposition Parole/Musique/Bruit (PMB) par l’intermédiaire de détecteurs robustes. Il faudra en particulier être capable de traiter la parole en ambiance « cocktail party » ou sur un fond musical. Cette décomposition est primordiale car une bande sonore (comme par exemple un document audiovisuel) est très souvent complexe, puisqu’elle résulte d’un mixage entre plusieurs sources sonores.

La première phase du stage de DEA a consisté à recenser les principaux paramètres représentatifs de la parole et de la musique et à aborder les méthodes de classification classiquement trouvées dans la littérature.

La deuxième phase a consisté à développer un système d’indexation Parole/Musique basée sur une modélisation différenciée pour chacune des classes parole et musique. Cette approche consiste à faire une séparation de chacune des composantes en Classe/NonClasse donc en Parole/NonParole et Musique/NonMusique. La mise en œuvre a été faite à partir de Modèles de Mélanges de lois Gaussiennes (MMG). Durant cette phase, une expérimentation du système a été faite sur différents corpus de manière à trouver les choix les plus efficaces pour l’apprentissage (modèles purs ou non) et les seuils (notamment de lissage) permettant d’avoir les meilleurs résultats.

1.4 
Organisation du rapport

Le chapitre 2 est consacré à l’état de l’art de l’indexation sonore. Quelques définitions sur l’indexation, la parole et la musique sont faites dans une première partie. Ensuite, les principaux paramètres fréquentiels, temporels et mixtes utilisés dans les systèmes d’indexation sont introduits. La troisième partie est dédiée aux méthodes de classification paramétriques et  non paramétriques. Les réseaux de neurones et les modèles de Markov cachés sont abordés dans cette partie.

Le chapitre 3 présente notre système d’indexation Parole/Musique. La première partie est une présentation générale. La deuxième décrit les deux modules principaux de ce système : le pré-traitement et la reconnaissance. Dans cette partie, la nécessité de faire un apprentissage est décrite.

Au cours du chapitre 4, la mise en œuvre est détaillée, le corpus, les réalisations et les résultats sont présentés.

Le chapitre 5 est un bilan de ce qui a été effectué pendant le stage de DEA. Dans ce chapitre les perspectives de ces travaux (et notamment de notre système d’indexation) sont présentées.

L’annexe 1 est consacré au logiciel Transcriber. Ce logiciel permet l’étiquetage manuel des fichiers sonores utilisés en apprentissage.

L’annexe 2 présente l’algorithme d’initialisation des modèles VQ (Quantification vectorielle) fonctionnant avec des mélanges de lois gaussiennes.

L’annexe 3 présente l’algorithme d’optimisation des modèles EM (Expectation-Maximisation) fonctionnant aussi avec des mélanges de lois gaussiennes.

L’annexe 4 est dédiée au lissage des fichiers étiquetés lors de la reconnaissance (indexation automatique). L’algorithme utilisé dans notre système est décrit. 

Chapitre 2 Etat de l’art

2.1 
Définitions

Un document sonore est constitué de nombreuses composantes ou sources, dont les plus communes sont la parole et la musique. Evidemment, ces deux principales sources de sons ne sont que des composantes primaires, auxquelles il convient de rajouter les multiples sources de bruit qui existent.

Avant d’aller plus loin, il convient de préciser certaines définitions, notamment sur la parole et la musique.

2.1.1 Parole

La parole est une suite de sons produits soit par des vibrations des cordes vocales (source quasi périodique de voisement), soit par une turbulence créée par l’air s’écoulant dans le conduit vocal ou lors du relâchement d’une occlusion de ce conduit (sources de bruit non voisées) [Calliope89]. Les sons voisés possèdent une structure formantique. La durée d’un son est de l’ordre de 60 à 100ms (cf. spectrogramme de la figure 2).
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Figure 2 : Spectrogramme de parole : alternance de sons voisés et non voisés sur 1,2s. Dans le cas voisé, une structure formantique est présente.

2.1.2 Musique

Définir la musique est très difficile car celle-ci peut être produite de différentes manières. C’est pourquoi, de nombreux chercheurs se limitent (lorsqu’il s’agit d’extraire cette composante) à de la musique « instrumentale traditionnelle » dans le sens où elle est une composition de sons harmoniques (de notes au sens classique), dans un cadre éventuellement polyphonique ; il s’agit alors de trouver l’existence d’une (des) hauteur(s) ou fréquence(s) fondamentale(s) (cf. spectrogramme de la figure 3).
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Figure 3 : Spectrogramme de musique traditionnelle : structure harmonique et présence d’une fréquence fondamentale ou hauteur de durée 1,2s.

2.2 Paramètres (ou caractéristiques)

Pour rechercher les deux composantes primaires, parole et musique décrites auparavant, dans un document sonore, deux étapes sont indispensables :

· la paramétrisation

· la décision

Ceci correspond à une analyse de type reconnaissance des formes. En effet, l’extraction de caractéristiques d’un signal permet de révéler des contrastes comme l’alternance voisée / non voisée d’un son.

Beaucoup de caractéristiques sont utilisées dans les systèmes actuels, seuls les plus fréquemment utilisés sont repris ici. Ceux-ci ont été classés en quatre groupes :

· Les paramètres temporels [Saunders96], [Scheirer97] et [Zhang98].

· Les paramètres fréquentiels [Saunders96] et [Scheirer97].

· Les paramètres mixtes [Scheirer97].

· Les MFCC [Foote97].

2.2.1 Les paramètres temporels

Les deux principaux paramètres temporels sont le ZCR et l’énergie.

2.2.1.1 Le ZCR

Le ZCR (Zero Crossing Rate) est le taux de passage par zéro. Cette caractéristique est fréquemment utilisée pour la classification parole / musique. En effet, les brusques variations du  ZCR sont significatives de l’alternance voisée / non voisée donc de présence de parole.

Pour la parole, le ZCR est faible pour les zones voisées et très élevé pour les zones non voisées (cf. figure 4a) alors que pour la musique, les variations du ZCR sont très faibles (cf. figure 4b).
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Figure 4a : ZCR d’un signal de parole de 1s (les pics correspondent aux zones non voisées).
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Figure 4b : ZCR d’un signal de musique de 1s (très peu de variations).
2.2.1.2   L’énergie

L’énergie est assez liée au ZCR. En effet, l’énergie varie beaucoup pour la parole alors qu’elle est plutôt stable pour la musique. Elle permet donc, comme le ZCR, de discriminer la parole et la musique (cf. figure 5) mais aussi de détecter les silences. Souvent l’énergie est couplée au ZCR : un taux de passage par zéro faible et une énergie forte étant synonyme d’un son voisé alors qu’un taux de passage par zéro élevé induit une zone non voisée.
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Figure 5 : Evolution de l’énergie pour la musique (à gauche) et pour la parole (à droite) sur 1s.

2.2.2 Les paramètres fréquentiels

Ces paramètres sont issus de la DSP (Densité Spectrale de Puissance). Les trois principaux sont le centroïde spectral, le flux spectral et le « spectral rollof point ».

2.2.2.1   Le centroïde spectral

Le centroïde spectral est le centre de gravité fréquentiel d’une DSP. Il est plus élevé pour la musique car les hauteurs sont réparties sur une zone plus importante que celle de la parole (en général 6 octaves pour la musique et 3 pour la parole). La variation du centroïde spectral est aussi significative : si elle est importante l’alternance voisée / non voisée est caractérisée. Le centroïde spectral est aussi utilisé comme témoin de la brillance d’un son (cf. figure 6).
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Figure 6 : Centroïde spectral pour la musique (gauche) et la parole (droite).

2.2.2.2 Le flux spectral

Le flux spectral mesure la variation de spectre de deux analyses consécutives sachant que l’intervalle de temps est de l’ordre de 20 ms. Pour la parole, les variations sont importantes et la valeur du flux spectral est faible alors que pour la musique le profil est moins agité et le niveau est élevé. Donc un flux spectral élevé caractérise un contenu musical et une variance élevée reflète la présence de parole (cf. figure 7).
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Figure 7 : Le flux spectral sur 1s de musique (gauche) et sur 1s de parole (droite).
2.2.2.3 Le spectral rollof point

Le « spectral rollof point » est la fréquence de coupure en dessous de laquelle 95% de la puissance de la DSP est concentrée (cf. figure 8). Le « spectral rollof point » est plus élevé pour un son non voisé (son riche en hautes fréquences) que pour un son voisé (puissance concentrée dans des fréquences plus faibles). Cette mesure permet donc de caractériser les alternances voisées / non voisées de la parole. Pour la musique, cette mesure est sensiblement toujours la même.
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Figure 8 : Définition du « Spectral Rollof Point ».
2.2.3 Les paramètres mixtes

La modulation de l’énergie à 4Hz est un paramètre mixte, c’est à dire issu à la fois d’analyse fréquentielle et d’analyse temporelle.

Il est intéressant d’observer le comportement de l’énergie et sa modulation autour de 4Hz car pour la parole les changements de syllabe se situent aux alentours de cette fréquence. En effet, une syllabe est une combinaison d’une zone de faible énergie (consonne) et d’une zone de forte énergie (voyelle).

La méthode consiste à filtrer le signal sur 20 bandes de fréquence. Ensuite, les énergies sont sommées pour donner une valeur observable. Puis, on prend le log de la valeur absolue de cette valeur. Enfin, on calcule la variance. Sur la figure 9, on s’aperçoit que la musique se situe environ entre 37 et 70 secondes (la variation est assez faible). Les grandes variations correspondent à de la parole.
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Figure 9 : Modulation de l’énergie à 4Hz (en bas) correspondant à un signal d’environ 100s (en haut).

2.2.4 Les paramètres issus de modélisation : les MFCC

Les MFCC sont utilisés en reconnaissance de parole et en identification du locuteur ou de la langue. Ils sont issus de l’hypothèse suivante, à savoir que le signal de parole est le résultat de la convolution entre un filtre (conduit vocal) et une excitation (cordes vocales) : 

Sn = gn * bn 
avec Sn le signal d’entrée, gn la source et bn le conduit.

Une transformation homographique permet de déconvoluer ce produit pour obtenir les « Mel Frequency Cepstral Coefficient » (MFCC). Ces MFCC permettent donc une déconvolution entre la source des sons produits (caractéristiques du locuteur) et le conduit oral (couplé ou non au conduit nasal) : 
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Le système développé lors de mon stage de DEA (cf. Chapitre 3) utilise ces coefficients cepstraux accompagnés d’un terme d’énergie pour indexer la parole et la musique. Ces MFCC sont calculés à la suite d’une succession de transformations : un passage dans le domaine spectral par calcul de la FFT (Transformée de Fourier), puis une application du logarithme et enfin un retour au domaine temporel (nouveau calcul de FFT) (cf. figure 10). Ils sont appelés MFCC car dans le domaine spectral, un changement d’échelle (utilisation de l’échelle perceptive Mel) est effectué.
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Figure 10 : Processus de création des coefficients cepstraux.

FFT : Transformée de Fourier (passage dans le domaine spectral). 

FFT-1 : Transformée de Fourier inverse (retour dans le domaine temporel).

Le calcul de la FFT se fait sur des fenêtres glissantes.

Remarquons qu’une accentuation des aigus est présente car les aigus sont toujours plus faibles que les graves. L’utilisation d’une fenêtre de Hamming (sur 256 ou 512 points en général) avec recouvrement sur la moitié (128 ou 256 points) permet d’éviter la formation d’artefacts liés aux effets de bord durant la transformation du domaine temporel au domaine fréquentiel. 

La fenêtre de Hamming (cf. figure 11) est une fenêtre "en cloche" qui s'écrit sous la forme :
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Et, l’échelle non linéaire Mel prend en compte des connaissances acoustiques sur la perception humaine.

Souvent une soustraction cepstrale se fait sur les MFCC pour déconvoluer le bruit du canal (de la source d’enregistrement : micro, canal téléphonique…). On obtient alors un signal paramétré débruité [Mokbel95]. En effet, si on considère que le signal est convolué au canal et que les coefficients cepstraux ont une moyenne nulle alors pour ôter le bruit (causé par le canal), il suffit de soustraire à chaque coefficient cepstral la moyenne de tous les coefficients. La moyenne des coefficients du signal étant nulle, cela revient à enlever seulement le bruit (la « moyenne du bruit ») dû au canal.
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Figure 11 : Représentation temporelle d’une fenêtre de Hamming.

L’inconvénient majeur de la représentation cepstrale réside dans son manque de lisibilité : il ne s’agit pas d’une représentation directement liée aux informations qu’un expert peut extraire de la lecture d’un sonagramme, ce qui complexifie l’interprétation des paramètres.

Il existe d’autres paramètres que ceux présentés ici, notamment :

· Le pulse métric ou détection de pulsation [Scheirer97] caractérise le rythme très présent et régulier de la musique (paramètre temporel).

· La fréquence fondamentale [Zhang98], l’harmonicité [Wold99], la largeur de bande [Wold99], le timbre [Wold99] et [Zhang98] (paramètres fréquentiels).

· La fréquence fondamentale renseigne sur le type de son étudié. Elle permet seulement une discrimination par comparaison à une référence issue du même processus.

· L’harmonicité permet d’accorder une confiance plus ou moins grande à la fréquence fondamentale ou de classer les sons.

· La largeur de bande présente l’étalement en fréquences d’un spectre.

· Le timbre permet de faire la différence entre deux sons de même hauteur, puissance et durée.

· Le nombre de segments de basse énergie [Scheirer97] (paramètres mixtes).

Ces critères sont plus longuement explicités dans [Carey99] et [Carré00].

2.3 Méthodes de Classification

Les caractéristiques extraites permettent de définir un vecteur d’observation pour chaque trame de signal analysée. Ces observations sont ensuite comparées à des références représentant les classes pour permettre d’associer une étiquette à chacune d’elles. Les références sont issues d’un apprentissage assuré grâce à un corpus de données pré-étiquetées (phase manuelle).

Dans la mesure où nombre des observations décrites ci dessus, sont directement interprétables comme un trait acoustique de la parole ou de la musique, de sons voisés ou non voisés, les fonctions de décision sont très souvent de simples fonctions à seuil. Les autres types de fonction appartiennent au monde statistique. Elles consistent à définir des classes dans le cadre d’une approche bayésienne ou d’une approche neuronale. 

2.3.1 Approche statistique

Chaque classe Ci (la classe musique, la classe parole par exemple) est supposée être caractérisée par la loi a priori P(Ci) et par la distribution des observations conditionnellement à la classe P( y / Ci), où y est un vecteur d’observations ou une suite de vecteurs d’observations. 

La décision d’appartenance de y à une classe est prise en recherchant la classe de probabilité a posteriori maximum :

P(Ci / y) = max P(Cj  / y)


        j


  = max P(y / Cj) P(Cj) / P(y)


        j
En supposant toutes les classes équiprobables, le critère de décision devient alors le critère du maximum de vraisemblance.

La classe identifiée Ci vérifie donc :

P(y / Ci ) = max P(y / Cj)


         j
Cette approche nécessite une phase d’apprentissage qui consiste à obtenir P(Ci) et P( y / Ci) à partir d’un ensemble d’échantillons.

Il existe différentes méthodes de classification que l’on peut classer en deux groupes :

· les méthodes paramétriques

· les méthodes non paramétriques

Ce classement se fait selon la connaissance a priori des lois de distribution des observations et des classes.

2.3.1.1 Méthodes paramétriques

Si on fait une hypothèse sur la forme de la loi de densité de probabilité p(y / Ci), par exemple que l’on possède des informations initiales sur la « forme » de la classe, alors la loi générale est connue (par exemple une loi normale, une loi de Poisson, une loi gamma, …) et sa forme particulière est modulée par un nombre fini de paramètres.

L’apprentissage à l’aide des échantillons va simplement consister à trouver ces paramètres.

Un exemple : le mélange de lois gaussiennes

La distribution probabiliste de chaque classe discriminée peut être modélisée par une gaussienne multidimensionnelle [Saunders96] ou pour plus de précisions par un mélange de lois gaussiennes multidimensionnelles (MMG pour modèle de mélange de lois gaussiennes) [Scheirer97] [Wold99]. L’espace est considéré de dimension multiple.

Si y est une séquence de vecteurs (yt), supposés indépendants alors :
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Rappel concernant les densités correspondantes à des lois normales multidimensionnelles :
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A titre d'illustration, la figure 12 présente un exemple en deux dimensions dans lequel on a représenté mille points issus d'un modèle de mélange comportant trois composantes.

On distingue les trois formes ellipsoïdales (qui n'ont d'ailleurs pas la même orientation, ce qui traduit le fait que les matrices de covariances sont différentes pour chaque composante du mélange). Il est clair que selon la manière dont les vecteurs moyens des composantes diffèrent, l'individualisation des composantes sera plus ou moins marquée. 
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Figure 12 : Exemple d’un mélange de trois densités gaussiennes bidimensionnelles.

Le mélange de lois gaussiennes est utilisé dans le système d’indexation parole / musique développé lors de ce stage de DEA (cf. Chapitre 3).

En apprentissage, plusieurs approches sont possibles et entre autres :

· la méthode du maximum de vraisemblance

Les paramètres de la loi recherchée sont considérés comme « fixes » et le choix optimal est celui qui maximise la probabilité d’obtenir les échantillons fournis pour définir la classe.

· la méthode d’estimation Bayésienne

Les paramètres cherchés sont considérés comme des variables aléatoires ayant une distribution a priori connue.

2.3.1.2 Méthodes non paramétriques

Dans les méthodes d’apprentissage paramétriques, les échantillons permettent d’estimer les paramètres de la loi de densité de probabilité de chaque classe. Mais, toutes les lois de distributions classiques sont unimodales, elles ne peuvent donc prétendre représenter toutes les possibilités pour les classes. De plus, faire des hypothèses erronées sur le modèle a priori d’une classe peut amener à des résultats catastrophiques d’où la nécessité de l’apprentissage non paramétrique.

Les méthodes non paramétriques vont prendre en compte les échantillons et surtout leur répartition spatiale dans l’espace des paramètres pour obtenir des lois de densité de probabilités plus proche de la réalité de la classe.

Les décisions sont basées sur des statistiques locales (c’est à dire une estimation locale de la fonction de densité) comme la méthode des k plus proches voisins ou des histogrammes.

Méthode de décision du plus proche voisin :

Si l’on est capable de calculer la distance entre une forme x quelconque et un échantillon, alors la règle de décision du plus proche voisin peut être employée.

Le principe de décision consiste tout simplement à calculer la distance de la forme inconnue x à tous les échantillons fournis. La forme est alors classée dans la classe de l’échantillon le plus proche.

Par exemple dans la figure 13 ci-dessous x est classé dans la classe C2.
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Figure 13 : Décision selon le plus proche voisin.

Méthode de décision des k plus proches voisins :

Il s’agit d’une extension de la méthode précédente (plus proche voisin) : pour une forme inconnue x à classer, on va calculer la distance de x à tous les échantillons, puis on sélectionne les k plus proches échantillons et on affecte x à la classe majoritairement représentée parmi ces k échantillons.

Dans l’exemple suivant figure 14, pour k=5 voisins, on classe x dans la classe C1 alors que par la méthode du plus proche voisin il aurait été classé en C2.

Remarque : 

Il y a plusieurs choix possibles pour les distances :

· distance euclidienne

· distance « city block » (somme des valeurs absolues)

· distance de Tchebycheff (sup)

· …
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Figure 14 : Décision selon les k plus proches voisins.

Histogramme :

Cette technique consiste à construire l’histogramme des observations relatives à chaque classe de signaux. Tout d’abord, un arbre de quantification, destiné à recevoir les vecteurs de caractéristiques extraits au cours du temps (le nombre de vecteurs varie en fonction du type de signaux discriminés), est constitué.

La classification est faite grâce à la partition de l’espace des caractéristiques. Ainsi, pour une séquence à classifier, son histogramme est comparé à ceux des autres classes : il faut donc une mesure de distance entre histogramme. [Foote97] a utilisé plusieurs mesures dont la corrélation, la distance euclidienne et le cosinus.

2.3.2 Méthode de décision basée sur les réseaux de neurones

On distingue parmi les différents modèles neuronaux existants deux grandes classes d'algorithmes : celles qui utilisent l'apprentissage supervisé et celles qui déterminent leurs paramètres par apprentissage non supervisé. Dans la première classe, le modèle le plus connu et le plus utilisé est le Perceptron Multicouches qui permet de traiter les problèmes de régression non linéaire. Dans la seconde classe, on trouve le modèle des cartes topologiques dont la     première version est due à Kohonen. Utiliser les cartes topologiques permet d'aborder tous les problèmes classiquement connus en statistique sous le nom de classification automatique non supervisée.

Un réseau de neurones est un ensemble d'éléments simples, reliés les uns avec les autres, qui se transmettent de l'information par l'intermédiaire de ces liens ou connections (cf. figure 15).
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Figure 15 : Exemple de réseau de neurones.


Figure 16 : Fonctionnement d’un neurone.

Chaque neurone additionne les valeurs de ses entrées (flèches entrant dans le neurone) et la renvoie aux suivantes (flèches sortantes) (cf. figure 16). Dans le cas de l’indexation sonore, l’entrée est formée de la suite d’observations et chaque sortie correspond à une classe [Rossignol00]. 

Pour n entrées, la formule générale est la suivante : 
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Figure 16 : Fonctionnement d’un neurone.
La fonction Seuil assure que la valeur de s1 ne dépassera pas certaines limites                                 "raisonnables" (en général l'intervalle 0-1). Elle interdit les évolutions "catastrophiques" (effets de boucle où les valeurs deviennent de plus en plus grandes).

Il existe plusieurs fonctions de seuil : les fonctions les plus "naïves" sont des seuils plus ou moins biseautés (cf. figure 17 Hard Limiter et Threshold Logic).

La fonction « Hard Limiter » est une fonction seuil avec I (entrée) :

· si I > seuil 
( neurone activé

· si I ( seuil 
( neurone inhibé

La fonction « Threshold Logic » est une fonction linéaire :

· si I > 1 
( neurone activé

· si 0 ( I ( 1 
( I

· si I < 0

( neurone inhibé

Cependant, les neurones à "sigmoïde" (cf. figure 17) sont beaucoup plus performants. Les fonctions sigmoïdes sont continues et en général bornées entre –1 et 1.
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Figure 17 : Quelques fonctions de seuils.

Les perceptrons sont des réseaux sans contre réaction : les sorties des neurones de la couche i forment les entrées de la couche i+1. La figure 18 montre la structure d'un perceptron à trois couches dont une couche cachée, appliqué à un problème de reconnaissance globale de mots. Ce modèle est issu des travaux de F. Rosenblatt sur le perceptron monocouche.
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Figure 18 : Structure d'un perceptron à trois couches.
2.3.3 Une classification propre à la parole : les MMC

Un modèle de Markov caché (MMC) ou HMM (Hidden Markov Model) est semblable à une machine à état fini dans laquelle les transitions et les résultats sont stochastiques. Les MMC sont généralement utilisés par les systèmes de reconnaissance de la parole pour faciliter l’identification des mots représentés par les ondes sonores captées. Dans ce cas, un MMC décrit la réalisation d’une concaténation de  processus élémentaires qui représentent la séquence de paramètres acoustiques extraits d’un énoncé humain. Un MMC est donc une représentation statistique d’un événement.

Remarque : Le MMC est moins performant (trame à trame) qu’un réseau de neurones mais son gros avantage est qu’il intègre la notion de temps. Cette notion explique pourquoi il est souvent employé en reconnaissance de parole.

La classification consiste à définir pour chaque classe un Modèle de Markov Caché, un automate d’états finis probabilisé, où chaque état représente un son et émet de manière probabiliste un vecteur d’observations. Les transitions représentent les différentes possibilités d’enchaîner les sons. La fonction de décision est basée sur le critère du maximum de vraisemblance. 

De manière synthétique, un MMC est donc un automate pondéré stochastique particulier capable, après avoir été entraîné, d'estimer la probabilité qu'une séquence d'observations donnée ait pu être générée par son modèle. Dans l'absolu, à chaque phrase devrait correspondre un modèle. Mais ceci est, évidemment, irréalisable. Des sous unités de la phrase, telles que le phonème, la syllabe ou le mot, sont associées à un modèle de Markov caché de manière à réduire le nombre de paramètres à entraîner. Chacun de ces modèles est constitué d'un nombre fini d'états prédéterminés.

Paramétrage d’un MMC

· Partie markovienne

· Spécifier la distribution initiale ( = ((1,…, (N)’.

· Spécifier la matrice de transition A = [aij]. A est une matrice stochastique c’est à dire que 
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· Partie observation

· La matrice d’observation notée B = [bi,y] caractérise la loi d’observation sachant que y ( (T (ensemble des observations).

Exemple de MMC

Pour l’exemple de la figure 19, les états 1, 2 et 3 sont des états émetteurs c’est à dire qu’on aura une observation associée chaque fois que l’on arrive dans ces états.

Le tableau 1 représente la matrice de transition A correspondant à ce Modèle de Markov Caché (chaque ligne du tableau est bien égale à 1) et le tableau 2 est une matrice d’observation B possible pour cet exemple sachant que ( = {A,B,C,D}.
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Figure 19 : Exemple de Modèle de Markov Caché.

	
	1
	2
	3
	Fin

	0
	0,7
	0,3
	0
	0

	1
	0,6
	0,3
	0,1
	0

	2
	0
	0,6
	0,3
	0,1

	3
	0
	0
	0,8
	0,2


Tableau 1 : Matrice de transition A correspondant au MMC de la figure 18.

	
	A
	B
	C
	D

	1
	0,2
	0,7
	0,05
	0,05

	2
	0,7
	0,2
	0,05
	0,05

	3
	0,05
	0,05
	0,2
	0,7


Tableau 2 : Exemple de matrice d’observation B pour le MMC de la figure 18.

2.3.4 Conclusion

Quelque soit la méthode de décision employée, un ensemble d’apprentissage est nécessaire, afin d’apprendre les seuils, les caractéristiques des classes ou les paramètres des modèles statistiques (histogrammes, moyennes, variances, paramètres des MMC ou des Réseaux de neurones). Les performances des classifieurs sont, comme dans de nombreux problèmes de reconnaissance des formes, extrêmement dépendants de la qualité de cet apprentissage.

Chapitre 3 Le système

3.1 Présentation générale

L’indexation de la bande sonore d’un document multimédia est une indexation dite par le contenu [Gauvain99].

Dans une approche classique de discrimination Parole / Musique, il est question d’un choix binaire : parole ou musique. Dès lors qu’il s’agit d’indexation, le but est de trouver les composantes parole et musique du document sonore de façon indépendante.

3.1.1 Décomposition Parole / Musique

La décomposition Parole / Musique consiste à rechercher dans le document les parties contenant de la parole (resp. de la musique). Ces parties seront annotées ‘Parole’ (resp. ‘Musique’) contrairement aux parties ne contenant pas de parole (resp. musique) annotés ‘NonParole’ (resp. ‘NonMusique’). Le document sonore est donc traité de deux manières parallèles et indépendantes : l’une pour la parole, l’autre pour la musique.

Comme nous l’avons vu au chapitre 2, la parole se caractérise par une structure formantique, tandis que la musique se caractérise par une structure harmonique. Nous voulons rendre compte de cette caractéristique au niveau de la paramétrisation. Le document sera donc étiqueté de deux manières indépendantes : l'une parole, l'autre musique. Cette approche consiste à faire une séparation de type Classe / NonClasse (Parole / NonParole d'une part et Musique / NonMusique d'autre part) et à caractériser chacune des classes.

La modélisation différenciée est tout à fait adaptée à notre problème.

3.1.2 Modélisation différenciée

Traditionnellement en modélisation, les classes partagent le même espace de représentation (paramétrisation) et le même type de modélisation. Or elles peuvent présenter des différences qui motivent des espaces de représentation distincts et des modèles statistiques distincts. 

Le but n'est plus de trouver des paramètres qui permettent de séparer au mieux ces classes, mais plutôt de trouver des ensembles de représentations qui caractérisent au mieux chaque classe.

Chaque classe est définie par son espace de représentation, son modèle :

e = {Espace de représentation, Modèle/classe, Modèle/non classe}

Dans le cas présent de l’indexation Parole/Musique, nous proposons de distinguer les deux classes Parole et Musique en définissant :

Classe Parole = {domaine cepstral, modèle Parole, modèle NonParole}.

Classe Musique = {domaine spectral, modèle Musique, modèle NonMusique}.

A chacune des classes, correspond un système de classification.

3.2 Description du système

Le système est composé de deux modules (cf. figure 20). Le premier module est le pré traitement acoustique : il permet d’extraire les paramètres pertinents du signal. Le second module correspondant à la classification (ou reconnaissance) entraîne la prise de décision.
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Figure 20 : Schéma général d’un système de reconnaissance des formes. La classification est faite grâce aux observations issues du pré traitement (vecteur Y). La décision est prise à partir de cette classification.

3.2.1 Prétraitement acoustique

Compte tenu de la différence des espaces de représentation, le prétraitement acoustique n'est pas le même pour la Parole et pour la Musique : il s'agit de définir l'espace courant des paramètres associés à chacune des classes. 

Pour la Parole, une analyse cepstrale selon une échelle Mel est effectuée. Les paramètres fournis sont : les MFCC et ses dérivées, l'énergie et sa dérivée. Une soustraction cepstrale permet de réduire l’effet « canal ».

Pour la Musique, une simple analyse spectrale est effectuée. Ainsi, les paramètres extraits sont : les sorties de filtres et l'énergie. La répartition des filtres est linéaire par morceaux.

Le choix de l'analyse cepstrale pour la parole et de l'analyse spectrale pour la musique est issu des résultats obtenus dans [Fontaine00].

3.2.1.1 Analyse cepstrale

Le signal acoustique que nous traitons est échantillonné à 16 kHz. Si on dispose d’un vecteur d’observations toutes les 10 ms, on parle alors d’approche centiseconde et de trame de signal. On peut aussi « regrouper » des trames de signal adjacentes selon un certain critère [André-Obrecht88] : on parle alors d’approche segmentale.

Une comparaison de l'approche segmentale avec l'approche centiseconde pour la reconnaissance de parole en présence de bruit a été réalisée par [Delyon96]. Les résultats n’étant pas tranchés, le choix s’est porté vers une approche centiseconde, approche la plus classique.

L’analyse acoustique est faite sans connaissance a priori sur la trame ; les paramètres extraits seront de nature identique quelle que soit la trame traitée.

Pour chaque trame une accentuation des aigus est réalisée (car les aigus sont toujours plus faibles que les graves).

L’accentuation est une fonction de la forme :

H(z) = 1 - a1z-1 
avec a1 = 0,98 en général.

Ensuite, un fenêtrage est effectué pour atténuer les discontinuités (étalement de l’impulsion de Dirac due à une limitation en temps du signal). On utilise les fenêtres de Hamming : ceci revient à multiplier dans le domaine temporel le signal analysé par une fonction de pondération qui remplacera la fenêtre de pondération implicite.

Puis, on calcule les énergies dans les filtres : calcul de la FFT (Transformée de Fourrier) et on utilise des filtres de Mel. Les canaux sont répartis sur cette échelle de Mel de manière à réduire le nombre de coefficients utilisés pour décrire le signal tout en conservant une définition suffisante pour les basses fréquences (fréquences où le pouvoir discriminant de l’oreille humaine est important).

Ces canaux sont obtenus par l’application de filtres triangulaires se chevauchant et centrés sur les fréquences suivantes : 100, 200, 300, 400, 500, 600, 700, 800, 900, 1000, 1150, 1300, 1500, 1700, 2000, 2350, 2700, 3100, 3550, 4000, 4500, 5050, 5600, 6200 et 6850 Hertz.

Après avoir pris le log de ce spectre lissé, une FFT inverse permet de créer les coefficients cepstraux : dans notre système, on obtient 8 coefficients cepstraux (cf. figure 21). 

A l’issue de cette analyse cepstrale, un calcul de régression sur cinq fenêtres adjacentes permet de calculer les dérivés des coefficients cepstraux et de l’énergie, et d’adjoindre ces paramètres au vecteur d’observation.
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Figure 21 : Création de coefficients par analyse cepstrale.

L’analyse de chaque trame de signal donne un vecteur d’observation de 18 paramètres :

· L’énergie.

· 8 coefficients cepstraux (MFCC).

· La dérivée de l’énergie.

· 8 dérivées des coefficients cepstraux.

Cette suite de vecteurs subit ensuite une soustraction cepstrale. Chaque coefficient cepstral est diminué de la valeur moyenne des coefficients cepstraux. Ce traitement permet d’assurer une indépendance vis à vis du canal de transmission (micro, ligne téléphonique…).

3.2.1.2 Analyse spectrale

Comme pour l’analyse cepstrale, le choix s’est porté vers une approche centiseconde. Le traitement permettant de trouver les coefficients spectraux est assez analogue au précédant. 

Une accentuation des aigus et un calcul du fenêtrage sont effectués (Hamming). Les coefficients spectraux sont alors créés à la suite du calcul des énergies dans les filtres par la FFT (Transformée de Fourier) et d’une pondération triangulaire (filtrage).

Les filtres, utilisés lors du filtrage et se chevauchant, sont centrés sur des fréquences différentes que celles utilisés lors de l’analyse cepstrale : 100, 200, 300, 400, 500, 600, 700, 800, 900, 1000, 1200, 1400, 1600, 1800, 2000, 2300, 2600, 2900, 3200, 3600, 4000, 4400, 4900, 5400, 5900, 6400, 6900 et 7400 Hertz.

Dans notre système, 28 coefficients spectraux sont extraits (cf. figure 22). 
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Figure 22 : Création de coefficients par analyse spectrale.

Contrairement à l’analyse cepstrale, les dérivées ne sont pas calculées, l’énergie est conservée.

A chaque trame de signal, on associe 29 paramètres :

· L’énergie.

· 28 coefficients spectraux.

3.2.2 Reconnaissance

A l'issue de la phase de pré-traitement acoustique, les vecteurs de paramètres sont confrontés à chaque modèle Classe / NonClasse (cf. figure 23). Nous avons choisi de modéliser la Classe et la NonClasse par un mélanges de lois gaussiennes (GMM cf. 2.3.2.3). La classification par mélanges de lois gaussiennes se fait par calcul du maximum de vraisemblance sur chacun des modèles Classe et NonClasse. Une fonction de lissage a été incorporée de manière à supprimer les segments de taille négligeable.
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Figure 23 : Module de reconnaissance : un algorithme de calcul de vraisemblance utilise les paramètres acoustiques issus du pré-traitement acoustique et les modèles Classe / NonClasse issus de l’apprentissage pour créer un fichier indexé. Ce fichier subit ensuite une phase de lissage.

3.2.2.1 Classification

La classification est faite sur le fichier de paramètres par rapport aux deux modèles Classe et NonClasse.

Le fichier de paramètres est créé à partir du fichier son (en entrée) par analyse cepstrale si l’on souhaite faire une indexation Parole / NonParole, et par analyse spectrale si l’on souhaite faire une indexation Musique / NonMusique (cf. 3.2.1 Pré-traitement acoustique).

Dans le cas de la parole, la classification du fichier de paramètres (Energie + 8 coefficients cepstraux + dérivée énergie + 8 dérivées coefficients cepstraux) se fait suivant le maximum de vraisemblance des modèles Parole et NonParole.

Dans le cas de la musique, la classification du fichier de paramètres (Energie + 28 coefficients spectraux) se fait suivant le maximum de vraisemblance des modèles Musique et NonMusique.

Remarque : Les matrices utilisées sont diagonales.

A la suite de cette phase de classification, un fichier de labélisation est créé. Ce fichier comporte pour chaque fenêtre d’analyse (de 128, 256 ou 512 points) un label (ou une étiquette) comme le montre l’exemple de la figure 24. Il faut donc regrouper les étiquettes identiques qui sont adjacentes : c’est la phase d’assemblage.

	Temps

(en ms)
	Chaque segment fait 10 ms

	Etiquette
	NP
	…
	NP
	P
	…
	P
	NP
	P
	…
	P
	NP
	…
	NP
	P
	NP
	…
	NP
	P
	…
	P
	NP
	…
	NP


Figure 24 : Exemple d’étiquetage d’un fichier pour une indexation Parole / NonParole (P / NP) après la classification.

La phase d’assemblage permet donc d’éviter à deux étiquettes identiques de se suivre. Pour l’exemple de l’indexation parole donné en figure 24, l’assemblage donne le résultat suivant (cf. figure 25). Les premières étiquettes de NonParole de 10 ms fusionnent pour former une étiquette de 300 ms.

	Temps

(en ms)
	300
	1000
	10
	800
	300
	20
	600
	200
	310

	Etiquette
	NP
	P
	NP
	P
	NP
	P
	NP
	P
	NP


Figure 25 : Exemple d’étiquetage du même fichier que la figure 24 après assemblage.

3.2.2.2 Lissage

Le but du lissage est d’éliminer les segments issus de l’assemblage qui sont non significatifs. 

Le lissage s’effectue en deux parties. Il y a en fait deux lissages :

· Le premier est un pré lissage qui s’effectue à 20ms pour éliminer les segments trop petits.

· Le second a lieu entre 300 et 700 ms pour la parole et 1500 et 2500 ms pour la musique. Ce deuxième lissage consiste à ne garder que les segments représentatifs de la parole (ou de la musique).

Pour l’exemple de la figure 25, le pré lissage donne la suppression de 2 petits segments, l’un de 10 ms de NonParole et l’autre de 20 ms de Parole (cf. figure 26).

	Temps

(en ms)
	300
	1810
	920
	200
	310

	Etiquette
	NP
	P
	NP
	P
	NP


Figure 26 : Le fichier de la figure 25 subit un pré lissage de 20 ms.

L’affectation des fichiers lissés, à l’étiquette Classe (Parole dans l’exemple) ou NonClasse, est faite facilement. En effet, le segment lissé prend l’étiquette des segments l’entourant. Dans l’exemple ci-dessus, l’étiquette NonParole de 10 ms entourée par deux étiquettes de Parole de 1000 ms et 800 ms a été affectée à Parole. Comme trois étiquettes Parole se suivent, elles sont assemblées pour n’en faire qu’une de 1810 ms (cf. figure 26).

Dans le cas où deux étiquettes qui se suivent sont lissées, alors l’affectation se fait à la classe majoritairement représentée. L’algorithme de lissage est présenté en annexe 4.

Une fois le pré lissage effectué, le fichier est à nouveau lissé. La figure 27 montre un lissage de 500 ms sur le fichier de la figure 26. Les règles d’affectation sont les mêmes que celles du pré lissage. Le premier segment (NonParole) est affecté à Parole et les deux derniers segments (Parole et NonParole) sont affectés à NonParole.

	Temps

(en ms)
	2110
	1430

	Etiquette
	P
	NP


Figure 27 : Le fichier de la figure 26 subit un lissage de 500 ms.

La figure 27 représente l’étape finale du déroulement de la phase de reconnaissance :

· Création des paramètres à partir du fichier source.

· Classification de chacun des segments (par le maximum de vraisemblance).

· Assemblage des segments.

· Pré lissage à 20 ms.

· Lissage (différent selon que l’on traite la parole ou la musique).

Remarque : Le fichier ainsi créé peut être transformé en « pseudo » xml pour permettre de visualiser les résultats et de les comparer à une indexation manuelle qui aurait été faite sur le logiciel Transcriber (cf. Annexe 1) par exemple.

3.2.3 Apprentissage des mélanges de lois gaussiennes

Le pré traitement a permis de créer des vecteurs d’observations pour chaque trame. Ces vecteurs sont ensuite évalués à partir des modèles de chaque classe. Dans notre cas, les modèles sont des MMG, modèles statistiques paramétriques ; un entraînement est nécessaire afin d’en estimer les paramètres (moyenne, variance et pondération).

Une base d'apprentissage est étiquetée manuellement et ces index sont projetés sur les fichiers de paramètres issus du pré traitement acoustique. Après cette étape, les paramètres indicés entrent dans une phase d'apprentissage (cf. figure 28).

L’apprentissage du mélange de lois gaussiennes se déroule en deux étapes. La première est une initialisation du modèle par Quantification Vectorielle (algorithme VQ) basée sur l'algorithme de LBG. La seconde étape est une optimisation des paramètres du mélange par l'algorithme classique Expectation Maximisation (algorithme EM).
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Figure 28 : Module d’apprentissage : les algorithmes utilisent les paramètres indicés issus du pré traitement pour créer deux modèles Classe et NonClasse. 

3.2.3.1 Etiquetage manuel

L’étiquetage manuel s’effectue sur les trois composantes : parole, musique et bruit. Il n’y a pas un étiquetage mais trois étiquetages :

· Parole / NonParole

· Musique / NonMusique

· Bruit / NonBruit

Chaque étiquetage s’effectue à l’aide du logiciel « Transcriber » (cf. Annexe 1). Ce logiciel crée un fichier de transcription « .xml » à partir d’un fichier sonore. La figure 29 présente un exemple d’étiquetage Parole / NonParole avec ce logiciel. Le fichier de transcription liste les étiquettes avec les temps de début et de fin correspondant (cf. Annexe 1).

Lorsque les 3 fichiers de transcription sont finis, on peut alors rassembler ces 3 fichiers (rassembler chacune des étiquettes Parole, Musique et Bruit) pour créer un fichier de fusion « .pmb » (pour parole / musique / bruit) regroupant toutes les informations.
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Figure 29 : Exemple d’étiquetage Parole / NonParole (p,-)  sur environ 13s à l’aide du logiciel Transcriber.

Les conventions de codage de ce fichier PMB sont répertoriées dans le tableau 3.

	P
	M
	B
	Codage
	Commentaires

	0
	0
	0
	0
	Ni Parole, ni musique, ni bruit

	0
	0
	1
	1
	Bruit

	0
	1
	0
	2
	Musique

	0
	1
	1
	3
	Musique + Bruit

	1
	0
	0
	4
	Parole

	1
	0
	1
	5
	Parole + Bruit

	1
	1
	0
	6
	Parole + Musique

	1
	1
	1
	7
	Parole + Musique + Bruit


Tableau 3 : Convention de codage en PMB.

A partir du fichier PMB, nous sommes en mesure de partitionner les données d’apprentissage de deux manières différentes :

· Une manière dite « non pure » : 2 parties correspondant à Classe et NonClasse.

· Une manière dite « pure » : 3 parties correspondant à Classe, NonClasse et Poubelle.

Exemple pour la parole :

· Cas « non pur » :

· Si le codage ( [0,3] ( partie NonParole

· Si le codage ( [4,7] ( partie Parole

· Cas « pur » :

· Si le codage ( [0,3] 
( partie NonParole

· Si le codage = 4
( partie Parole
· Si le codage ( [5,7] 
( partie Poubelle

Remarque : Les valeurs du codage sont explicitées dans le tableau 3.

Dans le cas pur, seules les trames du signal contenant uniquement de la parole servent à l’apprentissage du modèle Parole alors que dans le cas non pur, toutes les trames contenant de la parole (seule ou additionnée à du bruit et/ou de la musique) servent. Les trames étiquetées NonParole servent à l’apprentissage du modèle NonParole.

Remarque : Les trames étiquetées Poubelle ne servent pas à l’apprentissage.

3.2.3.2 Initialisation des modèles

Dans le système, chaque classe et chaque non classe sont supposées modélisables par un mélange de lois gaussiennes. 

L’initialisation des modèles est faite par Quantification Vectorielle (VQ). Elle s’appuie sur l’algorithme général des nuées dynamiques, dont la forme la plus utilisée en parole est l’algorithme LBG [Lander95]. L’algorithme repose uniquement sur un critère de calcul de distance.

La quantification vectorielle consiste à extraire le dictionnaire des prototypes (le « code ») par apprentissage sur un grand ensemble représentatif de données. Le terme de dictionnaire désigne un ensemble fini de K vecteurs de référence ainsi que la partition de l’espace qui lui est associée au moyen d’une mesure de distance ou de distorsion. L’apprentissage doit respecter le mieux possible la répartition de ces vecteurs dans l’espace. Extraire le dictionnaire de l’ensemble d’apprentissage revient à attribuer à chaque sous ensemble son centroïde (ici le « centre de gravité ») pour le représenter : les éléments d’une classe de la partition sont plus proches de leur centroïde que de celui des autres classes.

Si l’on se place sur (Rd), trouver les représentants du dictionnaire revient à chercher le dictionnaire D vérifiant la minimisation suivante :
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et     Y = {y1,…,yN)
vecteur des observations




et     D = {d1,…,dK)
dictionnaire

L’algorithme de Lloyd-Max se déduit des considérations précédentes mais n’est pas localement optimal. L’algorithme LBG (Linde, Buzo et Gray) permet de régler ce problème. Les deux algorithmes sont présentés en annexe 2.

3.2.3.3 Optimisation des paramètres

Les MMG sont bien connus pour avoir un comportement très dépendant des conditions initiales. L’application d’un algorithme de QV permet d’éviter l’initialisation aléatoire qui peut amener les algorithmes d’apprentissage à être piégés vers des optima locaux de piètre qualité.

L’apprentissage des différents paramètres d’un MMG ((k, (k, (k, (k / 1 ( k ( K) est classiquement réalisé par un algorithme de type EM (Expectation-Maximisation). Cet algorithme décrit en annexe 3, est basé sur une approche par maximum de vraisemblance. Sa maximisation se fait en introduisant une fonction intermédiaire sur laquelle porte l’optimisation. L’algorithme converge en un temps fini vers un extremum local mais il n’existe pas de critère absolu permettant la convergence vers un maximum global. L’algorithme EM n’effectue qu’une optimisation des composantes gaussiennes à K constant.

L’algorithme, de nature itérative, suppose que les données d’apprentissage sont indépendantes et identiquement distribuées, et que chaque observation est générée uniquement par une composante gaussienne du mélange.

A chaque itération l’algorithme se décompose en deux phases :

· La phase d’estimation : la probabilité que la donnée i soit générée par la loi gaussienne k est calculée, pour toutes les observations i, 1 ( i ( K et pour toutes les lois k, 1 ( k ( N.

· La phase de maximisation : une réévaluation des paramètres du modèle est effectuée à partir des probabilités calculées durant la phase d’estimation.

Remarques :

· K représente le nombre de lois gaussiennes.

· N représente le nombre d’observations.

3.3 Conclusion

Le système décrit dans ce chapitre, nécessitant trois modules (le pré-traitement acoustique, l'apprentissage et la reconnaissance), constitue la base d’un système d’indexation automatique. Il permet une séparation Classe / NonClasse : Parole / NonParole d’une part et Musique / NonMusique d’autre part.

Le système peut incorporer un nouveau module faisant la fusion de la reconnaissance de la Parole et de la musique. Un exemple de regroupement est présenté dans la figure 30.

	Indexation

Parole / NonParole
	P
	NP
	P
	NP

	Indexation

Musique / NonMusique
	NM
	M
	NM

	Regroupement
	P
	M
	P & M
	M
	_


Figure 30 : Exemple de regroupement des indexations Parole / NonParole (P / NP) et Musique / NonMusique (M / NM). 

2 nouvelles étiquettes sont créées :

· Parole et Musique : P & M.

· NonParole et NonMusique : -.

Remarque : Nous n’évaluerons pas cette fusion.

Chapitre 4 Réalisations et expériences

L’expérimentation du système d’indexation présenté dans le paragraphe précédent s’est faîte sur des documents sonores issus d’émissions télévisuelles (Sources INA). 

4.1 Première expérience

4.1.1 Corpus

Le corpus est formé de deux documents télévisuels appartenant tous les deux à la base d’archivage de l’INA. Le premier est une émission télévisuelle (commentaire en direct d’un championnat du monde de patinage artistique) de 30 mn environ. Le second est un épisode de la série « Chapeau Melon et Bottes de Cuirs » de 50 mn environ.

Le corpus est échantillonné à 16kHz et a l’avantage de présenter de longues périodes de parole comme de musique dites 'pures' ainsi que des zones dites 'mixtes' contenant de la parole et de la musique et / ou du bruit... La durée et le pourcentage de chaque zone (en l’occurrence segment) sont précisés dans le tableau 4.

	Segment
	Durée
	Pourcentage

	Parole
	18’05’’
	21,6

	Musique
	26’24’’
	31,6

	Bruit
	11’52’’
	14,2

	Parole / Musique
	4’16’’
	5,1

	Parole / Bruit
	9’28’’
	11,3

	Musique / Bruit
	8’04’’
	9,6

	Parole / Musique / Bruit
	4’30’’
	5,4

	Reste
	1’02’’
	1,2


Tableau 4 : Répartition des différents types de segments dans le corpus en durée et en pourcentage de durée.

La parole est présente sous diverses conditions, de pure à très bruitée (enregistrements en extérieur, foule, poursuites en voiture, parole téléphonique, 2 locuteurs simultanément...). Le corpus est multi-locuteur (2 femmes et 6 hommes). Pour la musique, des variétés, du classique, de la techno, et du jazz sont présents majoritairement : vents (surtout les cuivres), guitare électrique et batterie-percussions. Quelques autres instruments (harpe, piano…) sont également utilisés sporadiquement.

Ce corpus est divisé arbitrairement en deux parties. La première représente 1h (35 mn de la série et 25 mn de l'émission) et sert d'apprentissage. La seconde de 20 mn (15 mn de la série et 5 mn de l'émission) sert à la reconnaissance et possède évidemment les différents types de segments (segments « purs » et segments « mixtes »). Il est à noter que certains passages du corpus de test ne sont pas représentés dans le corpus d’apprentissage (nouveaux locuteurs, bruits d’ascenseur superposés à de la voix, parole téléphonique,…).

4.1.2 Mise en œuvre

Nous allons préciser les variables et les conditions d’apprentissage pour mettre en œuvre le système d’indexation proposé.

4.1.2.1 Les paramètres et le pré traitement

Le premier traitement (cf. paragraphe 3.2) est le pré traitement acoustique.

Les analyses cepstrales (pour la parole) et spectrales (pour la musique) se font sur des fenêtres glissantes de 256 points avec un recouvrement sur la moitié (soit 128 points). Un vecteur de paramètres cepstraux ou spectraux apparaît donc toutes les 10ms.

Lors de l’analyse cepstrale, 18 paramètres par trame sont extraits et sont rangés dans un fichier représentatif du fichier ‘son’ traité en entrée. Ce fichier servira à caractériser la différence Parole / NonParole.

Lors de l’analyse spectrale, 29 paramètres par trame sont extraits et sont rangés dans un fichier représentatif du fichier ‘son’ traité en entrée. Ce fichier servira à caractériser la différence Musique / NonMusique.

Les paramètres décrits précédemment interviennent à deux niveaux :

· dans le système de reconnaissance, ils sont confrontés aux modèles par maximum de vraisemblance.

· au niveau apprentissage, ils servent à la création des modèles.

4.1.2.2 Elaboration des modèles

Au niveau de l’apprentissage, nous avons effectué des choix quant à la création des modèles que nous allons expliciter.

Pour la parole, le fichier des MFCC est projeté vers les modèles à apprendre suivant l’étiquetage manuel qui a été effectué (cf. paragraphe 3.2.3.1). Les coefficients cepstraux vont servir à l’apprentissage des classes Parole et NonParole. Pour la classe Parole, on ne prend en compte que les coefficients correspondant à du signal de parole pure (c’est à dire sans bruit et/ou musique). Le modèle NonParole est appris à partir des coefficients correspondant à du signal ne contenant pas du tout de parole. Les coefficients correspondant à du signal contenant de la parole bruitée et/ou superposée à de la musique ne seront pas utilisés en apprentissage.

Pour la musique, le traitement est identique si ce n’est que le fichier des paramètres contient des coefficients spectraux et que les parties, issues du partage du fichier SPL, correspondent aux classes Musique et NonMusique.

Après expérimentation, le nombre de lois gaussiennes dans le mélange a été fixé à 32 pour les modèles Parole et NonParole et à 16 pour les modèles Musique et NonMusique. Les matrices utilisées lors de l’apprentissage sont diagonales, ce qui équivaut à supposer les coordonnées des vecteurs d’observations indépendantes.

Remarques : Après expérimentation,

· Le nombre d’itérations des algorithmes VQ (cf. paragraphe 3.2.3.2) et EM (cf. paragraphe 3.2.3.3) a été fixé à 10.

· Le seuil (critère d’arrêt) pour la variation de la vraisemblance a été fixé à 1e-5.

A la suite de trois phases, que sont le découpage des fichiers paramètres, l’initialisation des modèles (algorithme VQ) et l’optimisation des paramètres (algorithme EM), les modèles sont créés. La figure 31 présente le déroulement de cet apprentissage, du signal en entrée jusqu’aux différents modèles créés en sortie.
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Figure 31 : Déroulement de la phase d’apprentissage.

Tous les modèles (Parole, NonParole, Musique, NonMusique) sont créés à partir d’une heure d’apprentissage (35 mn de la série TV et 25 mn de l'émission de patinage).

4.1.2.3 Fonctionnement de l’indexation

La reconnaissance (ou indexation) peut être de deux formes différentes. En effet, une indexation Parole / NonParole est traitée différemment d’une indexation Musique / NonMusique.

Pour la parole (resp. musique), le fichier de test subit une analyse cepstrale (resp. spectrale) puis est comparé à chacun des modèles, Parole (resp. Musique) et NonParole (resp. NonMusique), issu de l’apprentissage. Un calcul de maximum de vraisemblance permettra d’affecter à chaque trame son étiquette Parole (resp. Musique) ou NonParole (resp. NonMusique). La figure 32 présente le déroulement d’une indexation Parole / NonParole.
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Figure 32 : Déroulement de la phase d’indexation Parole / NonParole.

Chaque fichier de reconnaissance (15 mn de la série et 5 mn de l'émission) va passer par cette phase d’indexation Parole / NonParole et par une phase d’indexation Musique / NonMusique. Les fichiers indexés subissent ensuite un lissage (cf. paragraphe 3.2.2.2). Le lissage est fixé à 500ms pour la parole et à 2s pour la musique. Les résultats de ces indexations sont présentés dans le paragraphe suivant.

4.1.3 Résultats

L’évaluation de l’indexation automatique est effectuée en comparaison avec l’étiquetage manuel. Après avoir aligné les deux segmentations, on mesure les délais entre les frontières automatiques et les frontières manuelles correspondantes si elles existent. Nous avons aussi noté le nombre d’insertions et d’omissions.

Les résultats présentés ici sont obtenus sur le corpus présenté précédemment (cf. 4.1.1).

4.1.3.1 Indexation Parole / NonParole

L’évaluation de la série (15 mn et 291 segments manuels) sur l’indexation Parole / NonParole est présentée dans le tableau 5. Les modèles mis en œuvre sont des MMG à 32 gaussiennes avec un vecteur de 18 paramètres (analyse cepstrale).

	
	< 20 cs
	< 40 cs
	< 100 cs
	Omissions
	Insertions

	Parole
	250
	9
	6
	14
	54

	NonParole
	
	
	
	12
	7


Tableau 5 : Evaluation de l’indexation de la Parole. Nombre des délais inférieurs à 20, 40 et 100 cs. Nombre d’omissions et d’insertions.

Les résultats obtenus sont excellents : pour chaque frontière automatique, il existe toujours une frontière manuelle correspondante. Aucune substitution de segment n’a donc été relevée. Les délais sont tout à fait satisfaisants : 86 % sont inférieurs à 20 centisecondes. La précision de la reconnaissance de la Parole (accuracy) est de 95%.

Le calcul de l’accuracy (en l’absence de substitution) est ici :

(durée corpus test  –  durée Insertions  –  durée Omissions)  /  durée corpus test
Les omissions de Parole sont principalement des zones de parole « mixtes » ou dégradées (voix chuchotées ou criées, bruit important, …). Les insertions de Parole sont des gazouillis d’oiseaux, bruits de cloche, musique faible. Ces différents types de segments ne sont pas ou très faiblement représentés dans l’ensemble d’apprentissage.

4.1.3.2 Indexation Musique / NonMusique

L’évaluation de la série (80 segments manuels) sur l’indexation Musique / NonMusique est présentée dans le tableau 6. Les modèles mis en œuvre sont des MMG à 16 gaussiennes avec un vecteur de 29 paramètres (analyse spectrale).
	
	< 20 cs
	< 40 cs
	< 100 cs
	< 220 cs
	Omissions
	Insertions

	Musique
	73
	3
	4
	0
	0
	20

	NonMusique
	
	
	
	
	0
	16


Tableau 6 : Evaluation de l’indexation de la Musique. Nombre des délais inférieurs à 20, 40, 100 et 220 cs. Nombre d’omissions et d’insertions.

Le taux de délais inférieurs à 20 centisecondes est de 91%. La précision de la reconnaissance de la Musique est de 93%.

4.1.3.3 Exemple de résultat

La figure 33 présente un exemple d’indexation sur un extrait de signal d’environ 12 secondes sur la série télévisée. Sur cette figure se trouvent le résultat de l’indexation Parole / NonParole ainsi que l’étiquetage manuel correspondant.
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Figure 33 : Exemple d'indexation Parole/NonParole sur un extrait de signal d'environ 12 secondes. Le premier étiquetage (p, ­) est un étiquetage manuel et le second (Parole, NParole) est le résultat obtenu après le module de reconnaissance.
Sur cet exemple, on s’aperçoit que les frontières sont correctes. Il n’y a que très peu de décalage entre l’étiquetage manuel et l’automatique.

Deux segments de l’étiquetage manuel (« - ») n’apparaissent pas lors de l’indexation (le 2ème et le 10ème) car le lissage à 500 ms les a supprimés.

Il n’y a pas d’omission de zone de Musique. Les insertions de Musique correspondent principalement à des bruits de voiture, de crissement de pneus, d’explosions et d’ascenseur. Les insertions de NonMusique correspondent à des segments comportant de la musique très faible. 

4.1.4 Conclusion

Les résultats d’indexation obtenus, que ce soit pour la parole ou la musique, sont corrects compte tenu de la nature du corpus et le volume restreint des données en apprentissage. L’indexation est fiable : pour chaque frontière automatique, il existe toujours une frontière manuelle lui correspondant associée au même type de transition. Aucune substitution de segment n’a donc été relevée. Les erreurs d’insertion et d’omission ont pu être expliquées à l’écoute et à l’observation du signal.
L’apprentissage et la reconnaissance sont fait avec le même type d’enregistrement : pour la série, l’apprentissage est fait sur les trois premiers quarts et la reconnaissance sur le quart restant. Tout ce qui doit être indexé en reconnaissance a été plus ou moins abordé en apprentissage. Pour pouvoir indexer n’importe quelle source l’apprentissage doit donc être très diversifié et très volumineux.

L’apprentissage se faisant seulement avec de la parole (resp. musique) pure, la parole (resp. musique) bruitée ou superposée à de la musique n’est pas reconnue comme Parole (resp. Musique) lors de l’indexation automatique.

Pour remédier à ce problème, nous avons dans une deuxième expérience modifié l’élaboration des modèles Parole et NonParole.

4.2 Deuxième expérience
Afin de résoudre le problème exposé dans la conclusion du paragraphe précédent, un nouvel apprentissage a été effectué sur un deuxième corpus (de l’INA) composé de journaux télévisés traitant de sports. Ce corpus a été choisi car il présente énormément de parole bruitée (cris de foules, parole téléphonique, interviews dans un stade, …).

4.2.1 Corpus

Ce corpus a une durée totale d’environ 34 mn et est échantillonné à 16 kHz. Il a la particularité de n’être composé que de parole (pure ou bruitée). Aussi, dans cette deuxième expérience nous nous plaçons uniquement dans le cadre de l’indexation Parole / NonParole. Le corpus a été divisé arbitrairement en deux parties. La première partie (environ 14 mn) sert d’apprentissage alors que la seconde partie (environ 20 mn), sert à la reconnaissance (ou indexation).

4.2.2 Elaboration des modèles

Nous avons introduit une modification au niveau de l’élaboration du modèle Parole. Contrairement au modèle Parole de la première expérience qui était appris uniquement à partir de signal comportant de la parole pure, ici le modèle Parole est appris à partir de signal comportant de la parole audible (c’est à dire pure mais aussi superposée à de la musique lorsque celle-ci ne détériore pas trop la parole et également superposée à du bruit tel que le bruit généré par le canal téléphonique ou le bruit de foule).

Le modèle NonParole est appris comme dans la première expérience, c’est à dire à partir de signaux ne comportant pas du tout de parole.

4.2.3 Résultats

Le tableau 7 présente les résultats obtenus lors de l’indexation Parole / NonParole sur  environ 20 mn (465 segments manuels).

	
	< 20 cs
	< 40 cs
	< 100 cs
	Omissions
	Insertions

	Parole
	446
	13
	5
	1
	4

	NonParole
	
	
	
	0
	0


Tableau 7 : Evaluation de l’indexation de la Parole. Nombre des délais inférieurs à 20, 40 et 100 cs. Nombre d’omissions et d’insertions.

Les délais sont très satisfaisants : 96 % sont inférieurs à 20 centisecondes. La précision de la reconnaissance de la Parole (accuracy) est excellente : 99,5 %.

4.2.4 Conclusion

L’élaboration des nouveaux modèles Parole et NonParole a permis d’améliorer considérablement l’indexation lors de la deuxième expérience.

En effet, les parties sonores comportant de la parole téléphonique et de la parole superposée à de la musique ou du bruit de foule sont maintenant identifiées comme de la Parole.

La précision de la reconnaissance a augmentée (puisque le nombre d’omissions est quasiment nul).

Chapitre 5 Conclusion et perspectives

Au cours de ce stage, j’ai participé à la mise en place d’un système d’indexation automatique Parole / Musique développé dans le cadre du projet AGIR (projet RNRT). Ce système basé sur une modélisation différenciée permet de définir la notion de décomposition PMB (Parole / Musique / Bruit). L’idée de la méthode est d’associer à chacune des classes, son propre espace de représentation et sa propre modélisation. Cette approche est mise en œuvre à partir de MMG (Modèle de Mélange de Gaussiennes) sur la base d’une analyse cepstrale pour la parole et d’une analyse spectrale pour la musique.

Les résultats d’indexation obtenus pour la parole et pour la musique sont excellents compte tenu de la nature du corpus et le volume restreint des données en apprentissage. Plusieurs éléments sont en cours de développement pour permettre l'augmentation significative des performances de reconnaissance sur n’importe quel corpus. Notamment, une base d'apprentissage, contenant un volume de données de taille nettement plus importante que celle dont nous disposons actuellement, est en cours de développement. Ceci devrait permettre de construire des modèles plus globaux, utilisables de façon efficace sur des corpus de nature très variée. 

Cette indexation audio peut être couplée à une autre indexation (vidéo, image fixe ou texte) pour créer un fichier d'indexation multimédia. En effet, une intégration dans un système d'indexation audiovisuel peut permettre l'accès à un contenu plus sémantique que celui qui vient d'être exposé (extraire le sens du signal sonore). Le type d'information que nous pourrions extraire pourrait être : détection de mots clés, reconnaissance du locuteur, reconnaissance de jingles / extraits musicaux, information sur l'environnement acoustique, information sur le montage de la bande son.

ANNEXES

Annexe 1   Le Logiciel Transcriber
Ce logiciel est en libre accès sur le web.

Il permet de faciliter l’étiquetage manuel d’un fichier sonore.

Entrée ( Fichier sonore

Sortie  ( Fichier xml

Transcriber - Copyright (C) 1998-2001, DGA

http://www.etca.fr/CTA/gip/Projets/Transcriber/
Author : C. Barras

Coordinators :

Edouard Geoffrois, DGA/DCE/CTA/GIP 

Mark Liberman & Zhibiao Wu, LDC 

Ci-dessous, voici un affichage effectué par le logiciel utilisé avec le signal « chap6.wav ». L’étiquetage concerne la discrimination Parole / NonParole.

[image: image48.jpg]%

Fle Edt Signal Segmentation Options Help

L=[ofx]

o spesker)

Parole
NParole
Parole
NParole
Parole
NParole
Parole
NParole
Parole
NParole
Parole
NParole
Parole

BT CI TR

chap6_20_500.Parole.xml

chapb.wav
F— BT
it
(no speaker)
Parole NParole

r
o

s

10

15

20

Lower resolution ot allowed without signal shape





Exemple de fichier de transcription (.xml)

Voici le fichier de transcription correspondant au signal chap6.wav vu précédemment sur environ 30 secondes.

<?xml version="1.0" encoding="ISO-8859-1"?>

<!DOCTYPE Trans SYSTEM "trans-13.dtd">

<Trans scribe="(unknown)" audio_filename="chap6" version="2" version_date="010612">

<Episode>

<Section type="report" startTime="0" endTime="303.000">

<Turn startTime="0" endTime="303.000">

<Sync time="0.000"/>

Parole

<Sync time="3.385"/>

NParole

<Sync time="23.536"/>

Parole

<Sync time="24.478"/>

NParole

<Sync time="25.224"/>

Parole

<Sync time="26.064"/>

NParole

<Sync time="28.952"/>

Parole

<Sync time="38.296"/>

NParole

<Sync time="39.752"/>

Parole

<Sync time="47.128"/>

NParole

<Sync time="49.376"/>

Parole

<Sync time="57.544"/>

NParole

<Sync time="60.112"/>

Parole

</Turn>

</Section>

</Episode>

</Trans>

Annexe 2   Algorithme VQ (Quantification Vectorielle)

Algorithme de Lloyd-Max

On se place en distance euclidienne et (yn) représente un nuage de points avec 0 ( n ( N.

a) Initialisation (t = 0)

On se donne un dictionnaire D0 de taille K.

b) Construction de la partition

On possède le dictionnaire Dt = {Dit}i = 1,K après t étapes. On cherche la partition qui minimise l’erreur de quantification associée à Dt composée des classes cit : 
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L’erreur de quantification vaut : 
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c) Test d’arrêt

Si (par exemple) : (Dt-1 – Dt) / Dt < (   alors on s’arrête sinon aller en d).

d) Recalcul des « centres de gravité »

A chaque classe cit de la partition, on associe le « centre de gravité » Dt.

Le dictionnaire est désormais composé des nouveaux Dit.

On fait t = t+1 et on va en b).

Algorithme LBG (Linde, Buzo, Gray)

On va construire un dictionnaire de taille K, où K = 2p.

a)   Initialisation

Choisir le centre de gravité de l’ensemble d’apprentissage.

Soit D0 ce vecteur. Le dictionnaire est constitué de D0. Faire K=0. 

b) Eclatement « Splitting »

Tous les éléments d (en nombre 2k) du dictionnaire sont « éclatés » en 2 vecteurs. Ceci se fait par exemple en transformant chaque d en d+( et d-(, où ( est un vecteur donné de norme faible.

c) Convergence

On applique l’algorithme de Lloyd-Max avec les 2k+1 éléments ainsi constitués comme dictionnaire de départ. On récupère après convergence un dictionnaire de 2k+1 éléments.

d) Arrêt
On fait k = k+1.

Si k > k0 fixé à l’avance, alors arrêt. Sinon aller en b).

Le test d’arrêt peut se faire aussi par rapport à un seuil minimal sur la distorsion des données d’apprentissage par rapport au dictionnaire.

Annexe 3   Algorithme EM (Expectation – Maximisation)

Rappelons l’expression de la vraisemblance d’une observation de l’ensemble d’apprentissage dans un MMG : 
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a) Initialisation (t = 0)
· Initialisation des moyennes (k par N points extraits aléatoirement de l’ensemble des observations X.

· Initialisation de toutes les matrices de covariances (k à la matrice unité Ip.
· Initialisation équiprobable des poids des composantes : (k = 1/N.
ou
· Utilisation de l’algorithme VQ (Quantification Vectorielle) présenté dans l’annexe précédente pour l’initialisation.

b) Itération (t)

b1) Phase d’estimation

Calcul de la probabilité Pnk que le vecteur yn soit généré par la loi gaussienne k.
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b2) Phase de maximisation

Ré-estimation des paramètres à partir des probabilités Pnk .
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b3) Incrémentation de t à t+1 et retour à la phase d’estimation

c) Arrêt de l’algorithme

On calcule la vraisemblance des observations (yn).

Si la variation de la vraisemblance descend en dessous d’un seuil fixé alors arrêt sinon aller à l’étape 2.
Annexe 4   Algorithme de lissage

longueur_segment, longueur_totale_classe, longueur_totale_non_classe, seuil : entiers

etiquette_segment, etiquette_segment_total, classe, nonclasse 

( [Parole, NonParole, Musique, NonMusique]

seuil =  20 ms
: Pré lissage

        ( 500 ms : Lissage Parole / NonParole

        ( 2000 ms : Lissage Musique / NonMusique

DEBUT

Lire(longueur_segment, etiquette_segment)

Tant que (etiquette_segment != FIN)

Faire

Debut

Si (longueur_segment >= seuil)

Alors RIEN
//L’étiquette du segment reste inchangée
Sinon

Debut



Si (etiquette_segment = classe)

Alors Longueur_totale_classe := longueur_segment


Sinon Longueur_totale_non_classe := longueur_segment

// classe = parole ou musique 

// nonclasse = nonparole ou nonmusique


Tant que ((longueur_totale_classe < seuil)

&& (longueur_totale_non_classe < seuil))



Faire

Debut

Lire(longueur_segment, etiquette_segment)



Si (etiquette_segment = classe)

Alors Longueur_totale_classe :=

Longueur_totale_classe + longueur_segment

Sinon Longueur_totale_non_classe := 

Longueur_totale_non_classe + longueur_segment



Fin



Si (longueur_totale_classe > longueur_totale_non_classe)



Alors etiquette_segment_total := classe



Sinon etiquette_segment_total := nonclasse


Fin

Fin

FIN
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