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Apprentissage par renforcement
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Introduction : Il n’y a pas que la classification. . .
Le jeu de Go

I Facteur de branchement très important (∼200)
I Difficile de définir une fonction d’évaluation d’une position
⇒ Approches � arbre minmax� ne marchent pas
⇒ Peut-on apprendre une bonne stratégie ?
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Introduction : Il n’y a pas que la classification. . .
Un labyrinthe

Comment apprendre à le traverser le plus rapidement possible ?Ou encore, apprendre une bonne stratégie pour :
I passer l’aspirateur dans une pièce donnée ?
I piloter les ascenseurs d’une tour ?
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Introduction : Il n’y a pas que la classification. . .
Apprentissage par renforcement= Apprentissage en environnement (partiellement) inconnu

= Apprentissage par interaction avec l’environnement(exploration)= Apprentissage par essais et erreurs

6= Classification, car :

I l’apprenant peut explorer les actions possibles(�choisir des exemples�)
I séquence d’actions
⇒ la valeur peut n’apparâıtre qu’à la fin d’une séquence

6= Planification

I car on n’a ici qu’une connaissance imparfaite de l’environnement
I car ici l’environnement peut changer
I car ici on n’a souvent pas un état initial et un but fixés
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Plan du cours et références
I Bandits à plusieurs bras
I Processus de décision markoviens (MDP)
I Programmation dynamique
I Apprentissage par renforcement

THE référence : Sutton, R. S. & Barto, A. G. Reinforcement Learning :An Introduction. 2ème édition en préparation, disponible en pdf surinternet. 1ère édition : MIT Press.
On the WEB : nombreux cours, notamment celui de David Silver :
www0.cs.ucl.ac.uk/staff/d.silver/web/Teaching.html

www0.cs.ucl.ac.uk/staff/d.silver/web/Teaching.html
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Do you have a favorite coffee place in town ? When you think of
having a coffee, you might just go to this place as you’re almost
sure that you will get the best coffee. But this means [you may
be missing an even better coffee elsewhere]....
And if you try out all the coffee places one by one, the
probability of tasting the worse coffee of your life would be
pretty high ! But [...] there’s a chance you’ll find an even better
coffee brewer.Ankit Choudhary – analyticsvidhya.com, blog, septembre 2018

https://www.analyticsvidhya.com/blog/2018/09/reinforcement-multi-armed-bandit-scratch-python/
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Le bandit à plusieurs bras

Atten
tion

: jeux
d’ar

gen
t = dan

ger
!!



7/105

Le bandit à plusieurs bras
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I N machines à sous, espérances de gains différentes
⇒ Quelle machine jouer pour maximiser ses gains / minimiser ses pertes
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Le bandit à plusieurs bras

Atten
tion
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!!

Un habitué : connâıt les machines !
⇒ Peut jouer la machine qui rapporte le plus en moyenne.
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Un joueur qui ne connâıt pas les machines :
I essayer les machines,
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Un joueur qui ne connâıt pas les machines :
I essayer les machines,
I mais ça peut coûter cher : à chaque partie, on joue 1e
⇒ quelle stratégie de jeux pour

I trouver le + vite possible la �meilleure� machine
I en perdant le moins d’argent possible
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Nombreuses applications :
I essais cliniques
I publicités sur pages web
I . . .
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Formalisation du problème
I N machines
I Ek = espérance de gain pour machine k

Ek = ∑r∈{−1}∪N pk (r )r
I Les Ek ne changent pas dans le temps
I Les Ek sont inconnues au départ
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Le bandit à plusieurs bras
Exemple :3 machines, avec les gains suivants :

R : p(R) R : p(R) Emachine 1 200e : 0,01 -1e : 0,99 1,01machine 2 2e : 0,1 −0,5e : 0,9 −0,25machine 3 3e : 0,1 −0,5e : 0,9 −0,15
Formalisation du problème

I N machines
I Ek = espérance de gain pour machine k

Ek = ∑r∈{−1}∪N pk (r )r
I Les Ek ne changent pas dans le temps
I Les Ek sont inconnues au départ
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Le bandit à plusieurs bras : Stratégie �bornée�

Exemple :
R : p(R) R : p(R) Emachine 1 200e : 0,01 -1e : 0,99 1,01machine 2 2e : 0,1 −0,5e : 0,9 −0,25machine 3 3e : 0,1 −0,5e : 0,9 −0,15

Si on joue m = 20 fois chaque machine :sur la 1 : 0 fois 200e ⇒ gain moyen = −20esur la 2 : 3 fois 2e ⇒ gain moyen = (3× 2− 17× 0, 5)/20 = −0,125esur la 3 : 2 fois 3e ⇒ gain moyen = (2× 3− 18× 0, 5)/20 = −0,15e
⇒ On choisit la machine 2

I On joue m fois chaque machine.
I On choisit définitivement celle qui a rapporté le meilleur gain.

Problème : peut-être que la meilleure machine en moyennea donné un faible gain pour les m premiers tours
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Le bandit à plusieurs bras : Stratégie �gourmande�

I Pas de choix définitif
I À t + 1-ième partie :Choisir la machine la plus prometteuse d’après les t premières parties
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Le bandit à plusieurs bras : Stratégie �gourmande�

I Pas de choix définitif
I À t + 1-ième partie :Choisir la machine la plus prometteuse d’après les t premières partiesExemple :

R : p(R) R : p(R) Emachine 1 200e : 0,01 -1e : 0,99 1,01machine 2 2e : 0,1 −0,5e : 0,9 −0,25machine 3 3e : 0,1 −0,5e : 0,9 −0,15
I On commencer par jouer 20 fois chaque machine, on imagine qu’on a :sur la 1 : 0 fois 200e ⇒ gain moyen = −1esur la 2 : 3 fois 2e ⇒ gain moyen = (3× 2− 17× 0, 5)/20 = −0,125esur la 3 : 2 fois 3e ⇒ gain moyen = (2× 3− 18× 0, 5)/20 = −0,15e
⇒ On choisit la machine 2

I En général, après qq dizaines de parties, le gain moyen de 2 vadescendre en dessous de −0,15e (converge vers −0,25)
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⇒ On choisit la machine 2
I En général, après qq dizaines de parties, le gain moyen de 2 vadescendre en dessous de −0,15e (converge vers −0,25)
⇒ on finira probablement sur la machine 3mieux que la 2 – mais toujours pas idéal
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Le bandit à plusieurs bras : Stratégie �gourmande�

I Pas de choix définitif
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Le bandit à plusieurs bras : Estim. des espérances de gains
Nécessité de mémoriser de l’info sur chaque machine :

Qt (machk ) = somme gains sur machine k jusqu’à tnb fois où machine k jouée jusqu’à t

Qt (machk ) = valeur estimée de la machine k après t parties= valeur estimée de Ek après t parties
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Qt (machk ) = somme gains sur machine k jusqu’à tnb fois où machine k jouée jusqu’à t

À la (t + 1)-ième partie :
I on joue la machine k , on observe gain / récompense Rt+1

I pour k ′ 6= k : Qt+1(machk ′) = Qt (machk ′)

I calcul de Qt+1(machk ) : soit
I Nt (machk ) = nombre de fois où on a joué machine k
I α = 1/Nt+1(machk )On montre que (cf. exercices) :

Qt+1(machk ) = (1− α)Qt (machk ) + αRt+1
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Le bandit à plusieurs bras : Stratégie �gourmande�

Apprentissage par renforcement : stratégie gourmande1. pour tout k ∈ 1 . . .N : (Initialisation)a. jouer m partie sur machine kb. N(machk )← m ;c. Q(machk )← le gain moyen sur ces m parties ;

2. tant que pas fini : (Mises à jour)a. choisir k qui maximise Q(machk )b. jouer machine k , observer récompense R ;c. N(machk )← 1 + N(machk ) ;
Q(machk )← (1− α)Q(machk ) + αR ;
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Apprentissage par renforcement : stratégie gourmande1. pour tout k ∈ 1 . . .N : (Initialisation)a. jouer m partie sur machine kb. N(machk )← m ;c. Q(machk )← le gain moyen sur ces m parties ;2. tant que pas fini : (Mises à jour)a. choisir k qui maximise Q(machk )b. jouer machine k , observer récompense R ;c. N(machk )← 1 + N(machk ) ;
Q(machk )← (1− α)Q(machk ) + αR ;

I α = 0 : pas de mise à jour (stratégie �bornée�)
I α = 1 : pas de mémoire ;
I α = 1

N(machk ) : les observations comptent de moins en moins
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Le bandit à plusieurs bras : Stratégie �gourmande�

Apprentissage par renforcement : stratégie gourmande1. pour tout k ∈ 1 . . .N : (Initialisation)a. jouer m partie sur machine kb. N(machk )← m ;c. Q(machk )← le gain moyen sur ces m parties ;2. tant que pas fini : (Mises à jour)a. choisir k qui maximise Q(machk )b. jouer machine k , observer récompense R ;c. N(machk )← 1 + N(machk ) ;
Q(machk )← (1− α)Q(machk ) + αR ;

Problème : on risque d’�oublier� une machine qui
I a eu de faibles gains durant l’initialisation, mais
I est pourtant la meilleure.Autrement dit : aucune garantie de convergence
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Le bandit à plusieurs bras : Stratégie ε-gourmande
Apprentissage par renforcement : stratégie ε-gourmande1. pour tout k ∈ 1 . . .N : (Initialisation)a. jouer m partie sur machine kb. N(machk )← m ;c. Q(machk )← le gain moyen sur ces m parties ;2. tant que pas fini : (Mises à jour)a. k ←

{ argmaxk∈1...N Q(machk ) avec proba. 1− ε
random(1 . . .N) avec proba. εb. jouer machine k , observer récompense R ;c. N(machk )← 1 + N(machk ) ; α ← 1/N(machk ) ;

Q(machk )← (1− α)Q(machk ) + αR ;
À la t + 1-ième partie, on choisit

I avec une probabilité 1− ε : argmaxk∈1...N Qt (machk ) = exploitation ;
I avec une probabilité ε : une machine tirée au hasard = exploration.

⇒ Convergence, avec une probabilité de 1, vers la machine ayant lameilleure espérance de gains.
ε = compromis entre

I exploitation de la connaissance déjà acquise
I exploration du système.
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⇒ Convergence, avec une probabilité de 1, vers la machine ayant lameilleure espérance de gains.
ε = compromis entre

I exploitation de la connaissance déjà acquise
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Le bandit à plusieurs bras : Expés. – Sutton & Barto
Récompense moyenne

2.2. ACTION-VALUE METHODS 31

actual reward Rt was selected from a normal distribution with mean q∗(At) and
variance 1. It is these distributions which are shown as gray in Figure 2.1. We
call this suite of test tasks the 10-armed testbed. For any learning method, we can
measure its performance and behavior as it improves with experience over 1000 steps
interacting with one of the bandit problem. This makes up one run. Repeating this
for 2000 independent runs with a different bandit problem, we obtained measures of
the learning algorithm’s average behavior.

Figure 2.2 compares a greedy method with two ε-greedy methods (ε = 0.01 and
ε = 0.1), as described above, on the 10-armed testbed. Both methods formed their
action-value estimates using the sample-average technique. The upper graph shows
the increase in expected reward with experience. The greedy method improved
slightly faster than the other methods at the very beginning, but then leveled off at
a lower level. It achieved a reward per step of only about 1, compared with the best
possible of about 1.55 on this testbed. The greedy method performs significantly
worse in the long run because it often gets stuck performing suboptimal actions.
The lower graph shows that the greedy method found the optimal action in only
approximately one-third of the tasks. In the other two-thirds, its initial samples of
the optimal action were disappointing, and it never returned to it. The ε-greedy
methods eventually perform better because they continue to explore and to improve
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Expérience de Sutton et Barto, moyennes sur 2000 problèmes avec N = 10
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Le bandit à plusieurs bras : Expés. – Sutton & Barto
Taux de choix de l’action optimale
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RemarqueAvec un taux de 0,01 on finit par avoir de meilleurs résultats
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Prise de décisions séquentielle
agent environnement

choix d’une action
nouvel état+ récompense

Un agent évolue dans un environnement donné.Il peut effectuer certaines actions dépendant de l’état courant :
I l’état de l’environnement
I et son propre état
⇒ nouvel état + récompenses / coûts immédiatsL’agent doit apprendre quelle action choisir dans chaque état afin desuivre une séquence d’action qui lui soit la plus favorable possible – enmoyenne.
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Prise de décisions séquentielle
Jeux :

I chaque coup de l’agent amène une nouvelle situation
I objectif : maximiser les gains, en général en fin de partie
I on ne peut pas apprendre �la� bonne séquence :le résultat de chaque coup / la nouvelle situation dépend

I des autres joueurs
I du hasard pour certains jeux (dés, etc...)

⇒ apprendre le bon coup dans chaque situation
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Prise de décisions séquentielle
Apprentissage par renforcement :

permet d’adapter un agent à un environnementen tenant compte de récompenses/punitions(les renforcements)
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MDP : États, actions, récompenses
MDP = Processus de décision Markovien = un modèle :

S un ensemble d’états
A un ensemble d’actions

A(s) ensemble des actions réalisables dans l’état s
r (s, a) ∈ R récompense immédiate
δ(s, a) ∈ S état résultant

agent environnementa ∈ A(s)
s ′ = δ(s, a) ; r (s, a)

Exemple :
5 états, 4 actions (g,d,h,b)
r (A, g ) = 70, . . . AE

g |70
B

d |0

C

b|0
D

h|100

d |100
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MDP : États, actions, récompenses
Exemple : Un agent dans un labyrinthe

I Déplacements possibles : ↑ ↓ ← →(sauf à travers les murs)
I Chaque déplacement coûte 5e
I Gain à la sortie : 100e

1 2 3 4 5A
CDE
ee

Modèle : 25 états, 4 actions
I Meilleure séquence d’actions à partir de (E,5) ?

←,←,←,←, ↑, ↑, ↑,← ⇒gain = 100− 8× 5 = 60e
I Meilleure séquence d’actions à partir de (A,5) ?

↑,←,←,←,←, ↓,← ⇒ gain = 50− 5× 6 = 20e
↑,←,←, ↓, ↑,←,←, ↓,← ⇒ gain = 100− 5× 8 = 60e

I Meilleure séquence d’actions à partir de (B,5) ?par (A,4) : 60− 1 = 55e ; par (E,5 ) : 60− 3× 5 = 45e
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←,←,←,←, ↑, ↑, ↑,← ⇒gain = 100− 8× 5 = 60e
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Modèle : 50 états, 4 actions
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Exemple : Un agent dans un labyrinthe
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Exemple : Un agent dans un labyrinthe
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MDP : Qualité d’une action et optimalité
Récompense associée à une séquence états / actions :

s = s0 −→ a0 → s1 → a1→ s2 → . . .

⇒ R(s) = r (s0, a0) +

γ

r (s1, a1) +

γ2

r (s2, a2) + . . . = +∞∑
i=0

γ i

r (si , ai )

Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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MDP : Qualité d’une action et optimalité
Récompense associée à une séquence états / actions :

s = s0 −→ a0 → s1 → a1→ s2 → . . .

⇒ R(s) = r (s0, a0) +

γ

r (s1, a1) +

γ2

r (s2, a2) + . . . = +∞∑
i=0

γ i

r (si , ai )
Exemple : le labyrinthe – suite
R((B, 5, ¬blessé), ↑,←,←, ↓, ↑,←,←, ↓,←)= 100− 9× 5 = 55 e

R((B, 5, ¬blessé), ↑,←,←,←,←, ↓,←)= 50− 7× 5 = 15 e

1 2 3 4 5A
CDE

Rép.ee

Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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MDP : Qualité d’une action et optimalité
Récompense associée à une séquence états / actions :

s = s0 −→ a0 → s1 → a1→ s2 → . . .

⇒ R(s) = r (s0, a0) +

γ

r (s1, a1) +

γ2

r (s2, a2) + . . . = +∞∑
i=0

γ i

r (si , ai )
Exemple :
R(A, g , d ,g , d , g , d , . . .)= 70 +

γ

0 +

γ2

70 +

γ3

0 + . . .
AE

d |0

g |70

B
d |0

C
b|0

D

h|100
d |100

g |10

g |20

Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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γ i

r (si , ai )
Exemple :
R(A, g , d ,g , d , g , d , . . .)= 70 +

γ

0 +

γ2

70 +

γ3

0 + . . .= +∞. . .

AE
d |0

g |70

B
d |0

C
b|0

D

h|100
d |100

g |10

g |20

Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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MDP : Qualité d’une action et optimalité
Récompense associée à une séquence états / actions :

s = s0 −→ a0 → s1 → a1→ s2 → . . .

⇒ R(s) = r (s0, a0) + γr (s1, a1) + γ2r (s2, a2) + . . . = +∞∑
i=0

γ i r (si , ai )
Exemple :
R(A, g , d ,g , d , g , d , . . .)= 70 + γ0 + γ270 + γ30 + . . .

= 70
+∞∑
i=0

γ2i = 70/(1− γ2)
AE

d |0

g |70

B
d |0

C
b|0

D

h|100
d |100

g |10

g |20

Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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MDP : Qualité d’une action et optimalité
Qualité d’une action a : dans un état donné s , tel que a ∈ A(s)

Q∗(s, a) = maxR(s)
où on considère les séquences s d’états / actions :
I qui commencent par s, a
I qui vont jusqu’à un état terminal
I ou sont infinies (s’il y a des cycles)
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I qui commencent par s, a
I qui vont jusqu’à un état terminal
I ou sont infinies (s’il y a des cycles)Exemple :

Avec γ=0,8 :
Q∗(C ,h)=R(C ,h)=100

Q∗(B,b)=R(B,b,h)=100γ=80
Q∗(B,d )=R(B,d )=100
Q∗(A,d )=R(A,d ,d )=100γ=80

AE
g |70

B
d |0

C

b|0
D

h|100

d |100

⇒ Q∗(A, d ) = 0 + γ max{Q∗(B, b),Q∗(B, d )}
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MDP : Qualité d’une action et optimalité
Qualité d’une action a : dans un état donné s , tel que a ∈ A(s)

Q∗(s, a) = maxR(s)
où on considère les séquences s d’états / actions :
I qui commencent par s, a
I qui vont jusqu’à un état terminal
I ou sont infinies (s’il y a des cycles)Quand on connâıt tous les Q∗(s, a), pour toute a ∈ A(s) :
I pour maximiser le gain à partir de s ,on choisit a qui maximise Q∗(s, a).
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MDP : Qualité d’une action et optimalité
Qualité d’une action a : dans un état donné s , tel que a ∈ A(s)

Q∗(s, a) = maxR(s)
où on considère les séquences s d’états / actions :
I qui commencent par s, a
I qui vont jusqu’à un état terminal
I ou sont infinies (s’il y a des cycles)

Propriété (Équations de Bellman)Pour tous s ∈ S, a ∈ A(s), en notant s1 = δ(s, a) :
Q∗(s, a) = r (s, a) + γ max

a1∈A(s1)Q∗(s1, a1)
Problème : équations non linéaires ! (max.)
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MDP : Qualité d’une action et optimalité
Qualité d’une action a : dans un état donné s , tel que a ∈ A(s)

Q∗(s, a) = maxR(s)
Résoudre le MDP = calculer les Q∗(s, a) pour tous s, aUne fois qu’on connâıt les Q∗(s, a) :on peut, dans un état s , choisir une action a qui a un Q∗(s, a) max.
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MDP : Politique
Une politique π formalise le choix des actions :

π : S → A telle que π(s) ∈ A(s)
Une politique dit quoi faire dans chaque état.

Pour π et état s0 donnés :
I une séquence unique

s0 → a0 = π(s0)→ s1 = δ(s0, a0)→ a1 = π(s1)→ s2 = δ(s1, a1)→ . . .

I une valeur unique :
R(π, s0) = r (s0, a0) +

γ

r (s1, a1) +

γ2

r (s2, a2) + . . . = +∞∑
i=0

γ i

r (si , ai )
Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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CDE

Rép.ee
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⇑ ⇑ ⇑
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← ← ↓
↓
↑

↓
↓
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↓

↑
↑
↑
←
↓

Professeur Tournesol : �toujours plus à l’Ouest�
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R(π, s0) = r (s0, a0) + γr (s1, a1) + γ2r (s2, a2) + . . . = +∞∑

i=0

γ i r (si , ai )
Pour garantir la convergence de la série : on fixe γ ∈]0, 1[.
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MDP : Politique
Exemple :

AE0
g |70

B
d |0

C

b|0
D

h|100

d |100
0

π1(A) = d , π1(B) = b, γ = 0, 8

⇒ R(π1,A) = 0 + γ × 0 + γ2 × 100 = 64
π2(A) = g , π2(B) = d , γ = 0, 8
⇒ R(π2,A) = 70
Q(π1,A, g ) = 70
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MDP : Politique
On introduit aussi Q :

Q(π, s, a) = r (s, a) + γr (s1, π(s1)) + γ2r (s2, π(s2)) + . . .= r (s, a) + γR(π, δ(s, a))
Q permet de détailler ce qui se passe si :

I on fixe la première action a ;
I les actions suivantes sont dictées par π
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MDP : Politique
Exemple :
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⇒ R(π1,A) = 0 + γ × 0 + γ2 × 100 = 64
π2(A) = g , π2(B) = d , γ = 0, 8
⇒ R(π2,A) = 70
Q(π1,A, g ) = 70



24/105

MDP : Politique
Politique 6= stratégie :

I une politique donne une information très �locale� :que jouer dans un état donné
I nous parlerons plus tard de �stratégie d’apprentissage�
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MDP : Optimalité
I Politique optimale π

R(π, s) ≥ R(π′, s) pour tous s, π′

I Si S, A finis : il existe au moins une politique optimale π∗Theorem (Système d’équations vérifié par les politiques optimales)
Si π∗ est optimale, alors pour tous s ∈ S, a ∈ A(s),
en notant s1 = δ(s, a) :

Q(π∗, s, a) = r (s, a) + γ max
a′∈A(s1)Q(π∗, s1, a′)

Mais ça n’est pas un système d’équations linéaires ordinaire (max)
⇒ pas aussi facile à résoudre...
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MDP : Cas non déterministe
Dans de nombreuses situations, le résultat d’une action ne peut êtreprédit avec certitude. Par exemple :

I Jeux à plusieurs joueurs
⇒ le résultat d’un coup d’un joueur dépend des coups des autres

I Robot en déplacement
⇒ le résultat d’une accélération dépend de l’adhérence
. . .
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MDP : Cas non déterministe
Exemple :

A•E
gp=0,9

r=70

p=0,1

•d B
p=0,8

p=0,2

• D

C •

b

h r=10
0

p
=0,9

p=
0,1

d p=0,7

r=100

p=0,3
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MDP : Cas non déterministe
Exemple :

A•E
gp=0,9

r=70

p=0,1

•d B
p=0,8

p=0,2

• D

C •

b

h r=10
0

p
=0,9

p=
0,1

d p=0,7

r=100

p=0,3

I action d en A :
I avec une probabilité 0, 8 : on arrive en B , récompense nulle
I avec une probabilité 0, 2 : on reste en A, récompense nulle

I action h en C :
I avec une probabilité 0, 9 : on arrive en D , récompense 100
I avec une probabilité 0, 1 : on reste en C , récompense nulle
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C •
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d p=0,7
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p=0,2

• D

C •

b

h r=10
0

p
=0,9

p=
0,1

d p=0,7

r=100

p=0,3

I séquence A, g ,E : R = 70, p = 0, 9

I séquence A, g ,A, g ,E : R = 70γ, p = 0, 1× 0, 9 = 0, 09
I séquence A, g ,A, g ,A, g ,E : R = 70γ2, p = 0, 12 × 0, 9 = 0, 009
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MDP : Cas non déterministe
Modèle :
p(s, a, s1, r ) = probabilité d’arriver en s1 avec la récompense r ,en réalisation l’action a dans l’état s

Qualité d’une action : Q∗(s, a) = espérance de récompense accumulée
I sur toutes les trajectoires possibles commençant par s, a
I en supposant qu’on choisit à chaque pas / état sil’action ai qui est la meilleure en moyenne

Récompense optimale : on peut aussi définir R∗(s) = maxa∈A(s) Q∗(s, a)
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Modèle :
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MDP : Cas non déterministe
Propriété (Équations de Bellman)Pour tous s ∈ S, a ∈ A(s) :

Q∗(s, a) =∑
s1,r

p(s, a, s1, r )[r + γ max
a1∈A(s1)Q∗(s1, a1)]
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MDP : Cas non déterministe
Propriété (Équations de Bellman)Pour tous s ∈ S, a ∈ A(s) :

Q∗(s, a) =∑
s1,r

p(s, a, s1, r )[r + γ max
a1∈A(s1)Q∗(s1, a1)]

Exemple :
A•E

gp=0,9
r=70

p=0,1

•d B
p=0,8

p=0,2

• D

C •

b

h r=10
0

p
=0,9

p=
0,1

d p=0,7

r=100

p=0,3

I Q∗(D)=Q∗(E )=0 (états terminaux)

I Q∗(C ,h)=0,1
[
0+γmax{Q∗(B,b),Q∗(B,d )}]+0,9

[
100+γmax{Q∗(D)}]

I Q∗(B,b)=γQ∗(C ,h)
I Q∗(B,d )=0,3

[
0+γmax{Q∗(A,g ),Q∗(A,d )}]

I Q∗(A,g )=0,9
[
70+γmax{Q∗(E )}]+0,1

[
0+γmax{Q∗(A,g ),Q∗(A,d )}]

I Q∗(A,d )=0,8
[
0+γmax{Q∗(B,d ),Q∗(B,b)}]+0,2
[
0+γmax{Q∗(A,g ),Q∗(A,d )}]
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MDP : Cas non déterministe
Propriété (Équations de Bellman)Pour tous s ∈ S, a ∈ A(s) :

Q∗(s, a) =∑
s1,r

p(s, a, s1, r )[r + γ max
a1∈A(s1)Q∗(s1, a1)]

I Équations ni plus ni moins linéaires que dans le cas déterministe !
I Mêmes méthodes de résolution
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Programmation dynamique
Prorammation dynamique pour MDP1. R(s)← 0 pour tout s ∈ S ;2. Répéter :a. pour tout s ∈ S, s non terminal, faire :i. pour tout a ∈ A(s) : Q(s, a)←∑

s1,r p(s, a, s1, r )(r + γR(s1))ii. R(s)← maxa∈A(s) Q(s, a) ;

L’algorithme converge vers R∗, Q∗ à la limite.
Conditions d’arrêt – surtout s’il y a des cycles :

I plus de temps
I peu d’écart entre deux itérations successives
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s1,r p(s, a, s1, r )(r + γR(s1))ii. R(s)← maxa∈A(s) Q(s, a) ;
Exemple : Cas déterministe

AE
g |70

B
d |0

C

b|0
D

h|100

d |50

γ=0,9 E A,g A,d B,d B,b C ,h Dinit :R 0 0 0 0 0

it. 1, Q : 0 70 0 50 0 0 0it. 1, R : 0 70 50 100 0it. 2, Q : 0+50γ 0+100γ
0 70 =45 50 =90 100 0it. 2, R : 0 70 90 100 0it. 3, Q : 0 70 0+90γ 50 90 100 0it. 3, R : 0 81 90 100 0

L’algorithme converge vers R∗, Q∗ à la limite.
Conditions d’arrêt – surtout s’il y a des cycles :
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AE
g |70

B
d |0

C

b|0
D

h|100

d |50

γ=0,9 E A,g A,d B,d B,b C ,h Dinit :R 0 0 0 0 0it. 1, Q : 0 70+γ×0 0+γ×0 50+γ×0 0+γ×0 100+γ×0 0

it. 1, R : 0 70 50 100 0it. 2, Q : 0+50γ 0+100γ
0 70 =45 50 =90 100 0it. 2, R : 0 70 90 100 0it. 3, Q : 0 70 0+90γ 50 90 100 0it. 3, R : 0 81 90 100 0

L’algorithme converge vers R∗, Q∗ à la limite.
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AE
g |70

B
d |0

C

b|0
D

h|100

d |50

γ=0,9 E A,g A,d B,d B,b C ,h Dinit :R 0 0 0 0 0it. 1, Q : 0 70 0 50 0 0 0

it. 1, R : 0 70 50 100 0it. 2, Q : 0+50γ 0+100γ
0 70 =45 50 =90 100 0it. 2, R : 0 70 90 100 0it. 3, Q : 0 70 0+90γ 50 90 100 0it. 3, R : 0 81 90 100 0

L’algorithme converge vers R∗, Q∗ à la limite.
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Apprentissage par renforcement
Lorsqu’on connâıt le MDP / les proba. de transitions / les récompenses :

I résoudre le MDP = calculer la fonctions Q∗ associée
I programmation dynamique possible

Comment résoudre un MDP qu’on ne connâıt pas à l’avance ?
En apprentissage par renforcement :

I l’environnement est (partiellement) inconnu
I l’environnement peut changer
I on peut interagir avec l’environnementIl va falloir explorer le MDP, l’échantillonner.On ne suppose plus qu’on connâıt les fonctions r et δ .
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I résoudre le MDP = calculer la fonctions Q∗ associée
I programmation dynamique possibleComment résoudre un MDP qu’on ne connâıt pas à l’avance ?
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31/105

Apprentissage par renforcement
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Apprentissage par renforcement : Algorithme générique
Algorithme générique d’apprentissage par renforcement1. initialiser une représentation du MDP2. répétera. choisir un état de départ s ∈ S ;b. répéteri. choisir une action a ∈ A(s) ;ii. exécuter a en observant récompense r + nouvel état s ′ ;iii. mettre à jour la représentation du MDP ;iv. s ← s ′.
où

I représentation du MDP = fonctions R , ou Q , ou . . .
I choix en 2.c.ii : stratégie bornée, ε-gourmande, . . .
I mise à jour en 2.c.iii : coef. α d’apprentissage, . . .
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Apprentissage par renforcement : Q-learning
Algorithme Q-learning1. Q(s, a)← 0 pour tout s , a ∈ A(s) ;2. répétera. choisir un état de départ s ∈ S ;b. répéteri. choisir une action a ∈ A(s), stratégie ε-gourmande ;ii. exécuter a en observant récompense r + nouvel état s ′ ;iii. Q(s, a)← (1− α)Q(s, a) + α(r + γ maxa′∈A(s ′) Q(s ′, a′)) ;iv. s ← s ′.

I Représente le MDP avec la fonction Q , initialisée à 0
I Stratégie d’exploration ε-gourmande
I Règle de mise à jour :

Q(s, a)← (1− α)Q(s, a) + α(r + γ max
a′∈A(s ′)Q(s ′, a′))

α ∈ [0, 1] = taux d’apprentissage par ex. : α = 1/(1 + nb visites(s, a))
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Apprentissage par renforcement : Q-learning
PropriétéConvergence de l’algorithme de Q-learning :

I Si les récompenses immédiates sont bornées, et
I si 0 ≤ γ < 1, et
I si le choix de l’action à effectuer dans la boucle est tel que toutepaire état/action sera évaluée infiniment souventalors la fonction Q apprise par l’algorithme converge vers la fonction

Q(π∗, ·, ·) d’une politique π∗ optimale.

Amélioration possible : lorsque les récompenses apparaissent peusouvent, on peut rétropropager Q pour toutes les paires état/actionrencontrées lors d’un épisode.
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Apprentissage par renforcement : Q-learning
Avec l’algorithme de Q-learning : risque d’oscillationsExemple :

S •a
X

Y

F
p = 0, 6

p =
0, 4

r = 1

r = −1
E b r = 0
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Apprentissage par renforcement : SARSA
Exemple :

récompenses accumulées / nb. itérations
(Figures Sutton and Barto [2018])

I La politique optimale (rouge) passe le long de la falaise.

I Mais exploration : de temps en temps (avec proba ε) l’agent saute ! !
⇒ Lourdes pertes durant la phase d’apprentissage(tant que ε pas trop petit)
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Apprentissage par renforcement : SARSA
SARSA1. Q(s, a)← 0 pour tout s , a ∈ A(s) ;2. répétera. choisir un état de départ s ∈ S ;b. choisir une action a ∈ A(s), stratégie ε-gourmande ;c. répéteri. exécuter a en observant récompense r + nouvel état s ′ ;ii. choisir une action a′ ∈ A(s ′), stratégie ε-gourmande ;iii. Q(s, a)← (1− α)Q(s, a) + α(r + γQ(s ′, a′)) ;iv. s ← s ′, a← a′.

I Algorithme �on policy� : on met à jour avec la qualité de l’actioncorrespondant à l’action déterminée par la politique
I Avec cet algorithme, à ε constant :l’algorithme converge vers un chemin plus éloigné de la falaise.
I Si ε tends vers 0, les deux algorithmes tendent vers la politiqueoptimale.
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Apprentissage par renforcement : Généralisation desrenforcements
I Espace d’états souvent gigantesque(|S| × E [|A(s)|] ∼ 1029 pour Othello !)

I Impossible de mémoriser une �table� pour Q
I Une telle table contiendrait de très nombreuses cases non évaluées
⇒ Apprendre une fonction Q dans un espace de dim. contrôlée
⇒ Par ex. : apprendre un réseau de neuronnesPar exemple, pour Othello :
I 64 unités en entrées
I une couche cachée
I 64 unités en sorties : Q(s, a) pour chacun des coups possibles a

Modification des algorithmesÀ chaque fois qu’on doit mettre Q à jour : rétropropagation.On apprend une approximation de Q
⇒ aucune garantie de convergence (mais marche bien en pratique)
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Apprentissage par renforcement : Généralisation desrenforcements
Q-learning avec généralisation1. Initialiser Q ;2. répétera. choisir s ∈ S ; E ← ∅ ;b. répéter :i. choisir a ∈ A(s) ;ii. r ← r (s, a) ; s ′ ← δ(s, a) ; α ← 1/(1 + nb visites(s, a)) ;iii. q ← (1− α)Q(s, a) + α(r + γ maxa′∈A(s) Q(s ′, a′)) ;iv. E ← E ∪ {((s, a), q)} ;v. s ← s ′ ;c. � ré-apprendre� Q à partir des exemples de E ;En 2.c : régression.

Problème : dès lors qu’on a une telle représentation appochée de Q , laméthode risque de ne pas converger.
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Apprentissage par renforcement : Arbres de jeux
Évaluation heuristique :

I Arbre de recherche à horizon fixé
I Quand on arrive à la prof. max. : fonction d’évaluation de la position

max.mes coupsmin.ses coupsmax.....

S0

S1 S2 S3 S4 S5 S6 S7 S8

prof. 7 ? ? ? ? . . . .
Marche bien pour jeux à 2, somme nulle, si bonne heuristiqueDeepBlue a battu Kasparov aux échecs en 1997
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Apprentissage par renforcement : Arbres de jeux
Évaluation �Monte-Carlo� : à chaque fois qu’on a besoin de la valeurd’un nœud : simuler k fin de parties aléatoires

max.mes coupsmin.ses coupsmax.....

S0

S1 S2 S3 S4 S5 S6 S7 S8

depth 7 60
90 30

. . . .
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Apprentissage par renforcement : Arbres de jeux
Évaluation �Monte-Carlo� : à chaque fois qu’on a besoin de la valeurd’un nœud : simuler k fin de parties aléatoires

I Pratique quand on n’a pas de bonne heuristique(Go, �General Game Playing�)
I Méthode optimiste : suppose que l’adversaire joue au hasard
I CadiaPlayer a gagné trois années de suite la compétition de GGPdans les années 2000
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Apprentissage par renforcement : Arbres de jeux
Monte-Carlo Tree Search (MCTS)Proposé pour le jeu de Go dans les années 2000

I pas d’horizon fixé
I on peut perdre moins de temps à évaluer les séquences peuprometteuses
I on utilise l’information / les évaluations dès que trouvées
I on ne développe que les branches prometteuses
⇒ on peut descendre plus profondément dans ces branches
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I on ne développe que les branches prometteuses
⇒ on peut descendre plus profondément dans ces branches



43/105

Apprentissage par renforcement : Arbres de jeux
Arbre de recherche étendu par épisodes :

I on part de la racine
I dans la partie déjà visitée :sélection d’un successeur selon UCT
I au premier nœud par encore rencontré :

I on ajoute les successeurs
I simul. → une fin de partie
I rétropropagation

Pour la sélection à l’état s :sélectionner l’action a qui maximise
Q(s, a) + C

√
logN(s)
N(s, a)
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B. Game Play Interface

This is the main AI part of the agent responsible for its
move decisions. The design for the play logic – called Game
Players – uses a well-defined interface allowing different
Game Player implementations to conveniently plug into the
layer and use its services. We have experimented with different
search algorithms. For the two-player and multi-player games
we have concentrated on simulation-based search approaches,
but for the single-agent games we have also experimented with
different systematic search approaches, including A* [13] and
memory-enhanced IDA* [14].

C. Game Logic Interface

The Game-Logic interface encapsulates the state space of
the game, provides information about available moves, and
tells how a state changes when a move is made and whether
the state is terminal and its goal value. It provides a well-
defined interface for this called a Game Controller.

Once initialized by the Game Agent layer, it spawns an
external process for translating the previously saved GDL file
description into Prolog code, using an external custom-made
tool (see the File System box in Figure 2). The generated code
is — along with some pre-written Prolog code — compiled
into a library responsible for all game-specific state-space
manipulations. We use YAP Prolog [15] for this, mainly
because it is free for academic use, reasonably efficient, and
provides a convenient interface for accessing the compiled
library routines from another host programming language. The
game controller calls the YAP runtime engine via its C-code
interface, including loading the compiled Prolog code at run-
time and querying it for accessing and manipulating necessary
game state information.

IV. SEARCH

The search procedure is at the heart of CADIAPLAYER.
In contrast to previous successful GGP agents, which build
on minimax-based alpha-beta game-tree search, our agent
uses Monte-Carlo simulations for its move decisions (for
games we use the terms move and action interchangeably).
Thus, instead of doing a lookahead search and evaluating the
resulting leaf nodes, it plays out a large number of complete
games and, based on the result, picks the most promising
continuation to play. However, as this approach is potentially
computationally costly, it is critical to focus the simulations on
the most relevant lines of play while still allowing for adequate
exploration.

A. UCT Game Tree

The Upper Confidence Bounds applied to Trees (UCT) algo-
rithm [16] is a generalization of the UCB1 [17] algorithm that
can be applied to game trees. The algorithm uses simulations
to gradually build a game tree in memory where it keeps track
of the average return of each state-action pair played, Q(s, a).
It offers an effective and sound way to balance the exploration
versus exploration tradeoff.

During a simulation, when still within the tree, it selects the
action to explore by:

a∗ = argmaxa∈A(s)

�
Q(s, a) + C

�
lnN(s)

N(s, a)

�

The Q function is the action-value function as in an MC
algorithm, but the novelty of UCT is the second term — the
so-called UCT bonus. The N function returns the number of
visits to a state or the number of times a certain action has
been sampled in a certain state, depending on the parameters.
If there exists an action in A(s), the set of possible actions
in state s, that has never been sampled and has therefore no
estimated value, the algorithm defaults to selecting it before
any previously sampled action. The UCT term builds a level
of confidence into the action selection, providing a balance
between exploiting the perceived best action and exploring
the suboptimal ones. When an action is selected, its UCT
bonus decreases (because N(s, a) is incremented), whereas
the bonus for all the other actions increases slightly (because
N(s) is incremented). The C parameter is used to tune how
aggressively to consider the UCT bonus. The parameter can
vary widely from one domain (or program) to the next, in the
extreme even being set to zero. Because some programs do
not rely on the UCT bonus at all, the term Monte-Carlo Tree
Search (MCTS), instead of UCT search, is now commonly
used to refer collectively to methods building a game tree in
this manner.

The Monte-Carlo game tree that is built in memory stores
the necessary statistics. However, its size must be managed
to counteract running out of memory. The parts of the tree
that are above the current state are deleted each time a non-
simulated action is played. Also, for every simulated episode,
only the first new node encountered is stored [9]. An overview
of a single UCT simulation is given in Figure 3. The start state
is denoted by S, the terminal state with T , and N is the new
state added to the model after the simulation finishes. As GDL

Fig. 3. Conceptual overview of a single UCT simulation.(fig. from CadiaPlayer - Bjornsson and Finsson, 2009)
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Pour aller plus loin
I Sujet vaste ! !
I Plein d’algorithmes différents
I Pas facile à mettre en œuvre – beaucoup d’engineering
I Du 25 mars au 9 avril 2021 :ANITI : École virtuelle – reinforcement learningOuverte à tou-te-s et gratuite

https://rlvs.aniti.fr/

https://rlvs.aniti.fr/
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